
 

 

基于深度强化学习的边云协同

串行任务卸载算法
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【摘要】在移动边缘计算任务卸载问题中，传统卸载算法仅考虑移动设备和边缘服务器计算资源，在资源利用、系统效

能上存在一定的局限性。该文基于 RainbowDQN算法，考虑了延迟、能耗成本和服务质量保证等因素，提出了一种边缘云

协同串行任务卸载算法 (ECWS-RDQN)。该算法通过对串行任务的权重分配，实现了网络边缘和云端协同的串行任务动态分

配处理，为不同的用户设备应用提供近似最优的任务分配卸载策略。实验表明，ECWS-RDQN算法比传统方案有更好的系

统效能，提升了应用的服务质量。
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Abstract　In the offloading problem of mobile edge computing task, the traditional offloading algorithm only
considers  the  computing  resources  of  mobile  devices  and  edge  servers,  and  has  some  limitations  in  resource
utilization and system efficiency. this paper proposes an edge-cloud weighted serial task offloading algorithm based
on rainbowDQN (ECWS-RDQN) based on the RainbowDQN algorithm, considering the factors of delay, energy
consumption  cost  and  service  quality  assurance.  This  algorithm  realizes  the  serial  task  dynamic  assignment
processing  of  network  edge  and  cloud  collaboration  through  the  weight  to  provide  approximately  optimal  task
assignment  offloading strategies  for  different  user  device applications.  Experiments  show that  the ECWS-RDQN
algorithm  has  better  system  efficiency  than  the  traditional  schemes  and  improves  the  service  quality  of  the
applications.

Key  words　 deep  Q  network;　 edge  cloud  collaboration;　mobile  edge  computing;　 serial  tasks;　 task
offloading strategy
 
 

近年来，移动应用程序在各行各业都有着广泛

的应用，但在实现诸如媒体处理、在线游戏、增强

现实、虚拟现实和在移动设备中执行各种创新移动

应用程序的时间、能量、成本和安全性等相关方面

仍存在一些困难和挑战。由于这些移动设备的资源

限制，为了满足应用程序运行的低延迟和高数据速

率的需求，产生了一种新的计算模式——移动边缘

计算 (mobile edge computing, MEC)[1]。

在 MEC场景中，通过在用户设备周围的无线

基站部署 MEC服务器，将处于远距离云端的计算

资源延伸至网络边缘，为用户设备提供物理距离更

近的服务，降低由网络延迟造成的任务时延，同时

也可以缓解应用数据传输对核心网造成的压力。当

进行任务卸载操作时，用户设备将计算任务数据通

过无线基站传输至 MEC服务器上进行计算，MEC
服务器完成计算后将计算结果返回至用户设备，从 
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而完成一次任务卸载操作，如此可以使得用户应用

获得更低的延迟体验，变相地增加用户设备应用程

序拥有的计算能力。

目前大量的研究是基于用户设备与 MEC服务

器之间的任务卸载，并未考虑云端依旧拥有大量的

计算资源，且能够针对特定场景优化计算环境的情

况。在大量移动设备和物联网设备的高度计算资源

需求下，仅依靠 MEC服务器进行计算是难以完成

的，仍然会出现资源瓶颈。在考虑用户设备与MEC
服务器之间的网络边缘任务卸载的同时，还需要云

端的强大计算能力来辅助 MEC服务器，通过边云

协同来共同为移动设备提供相对低时延、高计算能

力的服务。由于云端需要考虑网络传输时延和特定

任务需求，在进行任务细粒度卸载时，对任务不同

的环节需要有优先级考量，这也使得整个任务卸载

工作的复杂程度增加。 

近几年，移动边缘计算任务卸载问题一直是研

究热点问题，因为任务卸载在决策时需要考虑诸多

因素，在寻找最优解的过程中充满挑战。其中文

献 [2]针对 MEC服务器和用户设备间通信和资源

分配，提出了 hJTORA启发式算法，在小规模的任

务卸载中，实现了相对基线算法的更优解。文献 [3]
提出一种基于匈牙利和贪心算法的启发式算法，对

密集网络下信道分配进行了优化。文献 [4]针对资

源受限的串行任务，提出一种基于化学反应优化算

法的 MSTDOS算法，实现对串行任务细粒度卸载

的优化。文献 [5]提出一种基于组合拍卖模型的算

法，解决车联网中的任务卸载问题。文献 [6]中提

出了一种基于博弈论的启发式算法，从云−边−用
户 3层结构中寻找任务卸载策略。以上文献采用的

是传统的启发式算法，在面对复杂环境时，计算能

力会大幅下降，更好的解决办法是采用深度学习或

强化学习的方式来处理高度复杂的场景中任务卸载

问题。文献 [7]提出一种 AHP和 DQN相结合的任

务卸载算法，解决在车辆网环境下车载设备与MEC
服务器间的任务卸载问题。文献 [8]基于 LSTM和

HER改进深度学习算法，解决单用户多服务器的

任务卸载问题，对能耗时延费用等多种指标进行比

较。文献 [9]提出了一种基于 DQN的MEC环境下

的多任务卸载和资源分配算法。通过此方法，将混

合整数非线性规划转变为一个 RL问题，找到了更

优的解决方案。

但上述研究仍存在以下不足：1) 没有考虑云边

协同问题；2) 粗粒度的卸载算法缺乏灵活性。本文

算法基于云−边−用户的 3层结构，针对边云协同

场景下的任务卸载资源分配进行研究，基于

Rainbow DQN[10] 算法提出了一种面向边云协同带

有权重串行任务卸载算法 (edge-cloud weighted serial
task  offloading  algorithm  based  on  rainbow  DQN,
ECWS-RDQN)，考虑多用户的串行任务卸载对MEC
服务器和云端的计算资源竞争，以及不同用户应用

的优先级，以任务延迟时间、任务能量消耗和服务

质量保证作为评价标准。 

1　系统模型及问题定义

本文的任务卸载模型由多个移动用户设备

(UE)、拥有MEC服务器的无线基站 (BS)和云端服

务器 (CS)组成，构成一个云−边−用户的 3层结

构，如图 1所示。用户设备产生串行任务，MEC
服务器在中间层为用户和云端提供任务的资源分

配、任务卸载调度工作，同时可以为用户分担一定

程度的计算任务，云端则拥有强大的计算能力，可

以更加快速地解决复杂计算问题，但相对边缘服务

器会拥有更高的网络延迟。
 
 

云服务器C

EMC服务器M
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数据dt
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边缘计算层

云计算层

图 1    边云协同系统模型
 

 

{1,2, · · · ,U}

Wi u u = {i,
Wi,Ti,Ri,Qi} i ∈ {1,2, · · · ,u} Wi

Tu

Ru

Qu

M M = {Cm,Tm,Rc}
Cm Tm

C

C = {Cc,Tc} Cc Tc

其中，用户设备用集合 表示，用户

设备拥有有限的计算资源，并且仅带有一个串行任

务 ；每个用户 可以用一个 5元组表示

， 为用户编号； 是该用

户设备当前拥有的串行任务； 是该用户设备当前

任务的预计完成时间； 表示为用户设备与无线基

站的通信带宽； 表示为该用户设备的服务质量保

证，该值越高代表该用户的服务优先级越高；系统

中 MEC服务器用 表示， ，其中

为该MEC服务器的计算能力， 为该服务器当

前任务的预计完成时间；云端服务器用 表示，

，其中 为该云服务器的计算能力，

为该服务器当前任务的预计完成时间。

用户设备在产生任务后，会将任务卸载决策请
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X

X ∈ {0,1,2,3}

求发送至MEC服务器，MEC服务器会根据当前系

统状态决定任务是在本地执行还是上传至 MEC服

务器或是云端执行。卸载策略由 表示，其中

，0表示本次策略为空操作，1表示任

务将会在本地执行， 2表示任务将会卸载至

MEC服务器执行，3表示任务将会卸载至云端服

务器执行。 

1.1　串行任务模型

Wi = {t, l}, i ∈ {1,2, · · · ,u} t

l < ct,dt,maxT >

t ct

dt

maxT

本文中的任务假设为多个微任务串行组成的任

务，一个任务应用由多个串行微任务组成，其中微

任务中的起始和末尾代表该任务中的输入和输出部

分，并且输入必须由本地完成。本文使用链表

表示任务， 为当前微任务，

为下一个任务指针，其中用三元组

来表示微任务 ， 为该任务计算所需的 CPU周期

数 (cycle)， 为该任务卸载时需要传输的数据量

(kb)， 为该任务的时延上限要求 (ms)。
串行任务的特点在于其任务之间的依赖关系，

微任务 i−1项完成才可以执行微任务 i，直至执行

至最后一个微任务，该项串行任务才全部执行完

成。在实际应用场景中，串行任务也是最为常见的

任务类型之一，如图像识别等应用。 

1.2　时延模型

时延在各种任务场景中都是一项至关重要的指

标，时延表示一项任务从任务请求开始至任务全部

完成的时间，并且时延大小决定了一项任务的完成

时间是否可以满足应用需求。本节中的时延为用户

设备完成其当前微任务的时延，分别从本地、边缘

和云端 3个部分讨论其任务时延的组成。 

1.2.1　本地执行

dTu

在本地执行策略中，代表该微任务会在本地进

行计算，不会将数据传输至 MEC服务器，所以当

前的任务时延 表示为：

dTlocal
u =

ct

fu
(1)

ct fu式中， 为该任务所需的 CPU周期数 (cycle)； 为

用户设备的 CPU频率 (Hz)。 

1.2.2　边缘服务器执行

dTu

在边缘服务器执行策略中，代表该微任务将会

通过无线传输进行任务卸载，把计算该微任务的必

要数据传输至 MEC服务器中。在此策略中，时延

由计算时延、传输时延、排队时延组成，所以当前

的任务时延 表示为：

dTup
u =

dt

Ru
+

ct

fs
+

d
′
t

Ru
+Tm (2)

fs d
′
t

Ru

式中， 为边缘服务器的 CPU周期数； 为回传数

据的数据量； 为用户设备和 MEC服务器的传输

速率。 

1.2.3　云端执行

dTu

在云端执行策略中，代表该任务将会通过无线

传输和主干网将任务所需的数据提交至云端服务

器。在此策略中，时延由计算时延、传输时延、传

播时延、排队时延组成，所以当前的任务时延

表示为：

dTupc
u =

dt +d
′
t

Ru
+

dt +d
′
t

Rc
+

ct

fc
+2dt+Tc (3)

fc Rc式中， 为云服务器的 CPU周期数； 为 MEC服

务器与云端服务器的传输速率；dt为 MEC服务器

与云端的传播时延。 

1.3　能耗模型

能耗在实际场景中也是十分重要的指标之一，

采用电池供电的用户设备会对能耗大小更加敏感。

在此场景中，能耗由 CPU的计算和闲置消耗、无

线传输时的能量消耗构成，以下将会从本地、边缘

和云端 3部分分别讨论系统能耗的组成。 

1.3.1　本地执行

在本地执行策略中，将会使用本地用户设备

的 CPU执行计算任务，所以该策略的执行能耗为：

Elocal
u = κ( fu)2ct (4)

κ fu式中， 为 CPU的能量效率系数[11]； 为用户设备

的 CPU周期数。 

1.3.2　边缘服务器执行

在边缘服务器执行策略中，计算任务将会提交

至 MEC服务器进行计算，在提交和计算的过程

中，能耗由用户设备的传输能耗和空闲能耗组成：

Eup
u = pup

dt

Ru
+ pidle

ct

fs
(5)

Pup

Pidle

式中， 为用户设备在无线传输时消耗的能量；

为用户设备空闲时消耗的能量。 

1.3.3　云端执行

在云端执行策略中，计算任务数据将会通过无

线和主干网传输至云端服务器，能耗由用户设备的

传输能耗和空闲能耗组成：

Eupc
u = pup

dt

Ru
+Pupc

dt

Rc
+ pidle

(
dt

Ru
+

dt

Rc
+2dt

)
(6)
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1.4　服务质量保证

服务质量保证在任务调度场景中是决定不同优

先级的用户服务质量的关键，使得具有更低时延或

能耗要求的用户在资源竞争时会在请求中更有优

势。在此场景中，服务质量保证的组成为：

Qosu = α+βqu (7)

α+β = 1,α,β ⩾ 0 α β

qu

式中， ； 为基础值； 为该目标函

数中服务质量占比； 为各用户的优先级。 

1.5　问题定义

本文的目标是使用 RainbowDQN生成决策实

现时延和能耗的降低，前文已经给出了时延和能耗

模型，采用线性加权的方式来规划目标函数。因

此，原问题可以定义为：

F =min
u∑
N

(λeEu,l+λtdTu,l−λqQosu) (8)

λe,λt,λq ∈ [0,1] λe+λt +λq = 1式中， ，并且 ，分别表

示能耗、时延和服务质量保证在目标函数中的占比。 

2　算法模型

本文研究的任务卸载问题根本上是一个多目标

优化问题，通常使用启发式算法或机器学习方法。

在启发式算法中一般使用遗传算法、粒子群算法、

化学反应算法等；在机器学习领域更多采用的是强

化学习方法[12]，如 Q学习、DQN等[13]。在系统环

境相对复杂的条件下，往往采用 DQN来进行更高

效的任务卸载分配工作处理。本文基于改进后的

DQN−rainbow DQN。rainbow DQN是在原始 DQN
的基础上结合了 Double  DQN、优先经验回放

(prioritized  experience  replay)、决斗网络 (duelling
network)、多步学习 (multi-step learning)、分布式网络

(distributional network)、噪声网络 (noisy network)[14-18]

后改进的 DQN算法，在训练速度、样本效率和性

能方面与初始 DQN算法相比有显著的增强。

DQN作为强化学习的一种，其核心思想是通

过获取环境状态和输出动作互动后的奖励，使用神

经网络来近似值函数，使用经验回放来储存之前经

历的数据，在更新参数时在其中选取一部分来使

用。rainbowDQN采用 multi-step learning更新 Loss
函数：

(Rt
(n)+γt

(n) max
a′

qθ(St+n,a′)−qθ(St, At))2 (9)

γ

R θ θ

式中，A和 S分别为系统状态和动作； 为折扣因

子； 为奖励函数； 为目标网络参数； 根据损失

St At a′ St+n

θ

来更新； 为迭代时动作 的观测值； 为在 状

态下奖励最优解。之后最小化 Loss函数来更新网

络参数 。

pt

在更新后存入经验池时，采用的是优先经验值

回放，根据损失函数来决定该项采样的权值 ：

pt ∝
∣∣∣∣∣rt+1+γmax

a′
qθ(St+1,A′)−qθ(St,At)

∣∣∣∣∣w (10)

pt w式中， 将会从损失函数中获取； 为优先经验回

放的优先级因子。基于上述改进以及其余扩展，在

本文提出的 ECWS-RDQN中，还需根据系统需求

重新定义状态空间、动作空间以及奖励函数，在奖

励函数中引入权重来更加贴合实际的运行场景，优

化串行任务调度策略。

X ∈ {0,1,2,3}其中动作决策值 ，表示对任务 w
做出的决策，0表示该次请求暂时跳过；1表示该

任务将在本地执行；2表示该任务将卸载至 MEC
服务器执行；3表示该任务将卸载至云端执行。

在奖励函数设计中，考虑到能耗、时延和服务

质量等优先级问题，不同的用户设备本身的优先

级、任务组中某些微任务在不同计算场景下的效率

或是系统的费用成本，都会影响每个微任务的权重。

并且由于串行任务的特殊性，会导致多个任务交叉

进行，仅对单个微任务的优化可能会导致某些串行

任务总时延或总成本升高，所以在对单个微任务计

算时延、能耗的同时，也需要对串行任务进行约束。

du tu
qu

A

本文确定各项串行任务权重时，考虑当前任务

计算成本标准 、参考容忍时延标准 、用户设备

服务质量保证优先级 这 3项评价因素。权重矩阵

表示为：

A =


d1 t1 q1
d2 t2 q2
...
...
...

du tu qu

 (11)

计算成本和参考容忍时延使用 z-score标准化

所有用户的实际使用情况作为参考标准，质量保证

为用户预设优先级。成本计算和容忍时延计算标准

化如下： 

x̄ =
1
n

n∑
i=1

xi

σ =

√√
1

n−1

n∑
i=1

(xi− x̄)2

yi =
xi− x̄
σ

(12)
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利用式 (12)求得当前用户正规化值，即得到

该用户与该环境中其余用户在时延要求和成本要求

的相对值。再根据此相对值进行归一化和区间调

整，即可获取各个用户的权重向量，从而优化系统

中串行任务的卸载执行效率，使得偏离标准的用户

可以在下一次请求中拥有更高的优先级，从而提升

系统的稳定性。

结合目标函数，采用 min-max标准化方法对综

合能耗、时延和服务质量 3项评价指标进行归一

化，最后得到奖励函数为：

R =max
u∑
N

(1− Ai(λeEu,l+λtdTu,l−λqQosu)) (13)

在 ECWS-RDQN算法中，当MEC服务器接收

到用户设备发送的任务卸载请求后，获取当前系统

状态，通过计算获得权重向量，可以根据当前状态

得到最优的卸载策略输出。综合以上模型，ECWS-
RDQN算法如下。

算法 1　ECWS-RDQN算法

St输入：状态向量 ；

Xt输出：动作决策值 ；

A初始化权重矩阵 及经验池；

For each iteration
S1　初始化状态 以及预处理序列；

　For each step:
ε Xt

Xt =max Q(ϕ(S t),X;θ)

　　以 的概率选择随机动作 ，否则选用最

优奖励动作 ；

Xt　　向系统执行动作 ；

Ai

　　记录该动作下系统和用户状态，根据用户

状态更新权值矩阵 ；

rt St+1

　　根据权值矩阵和系统状态计算奖励值，返

回奖励值 和状态 ；

St+1 = St ϕt+1 = ϕ(St+1)　　令 ，计算

(ϕt,Xt,rt,ϕt+1)　　　将向量 存放至经验池；

　　　从经验池中按优先经验回放策略抽取向量；

θ　　　更新网络参数 ；

St+1　若 为结束状态，则结束本轮迭代；

　End For
End For 

3　实验设计与结果分析

本节通过 python语言对本文提出算法进行仿

真以评估其性能，仿真场景为云−边−用户 3层结

构，由一个云端服务器、一个带有 MEC服务器的

无线基站和多个用户设备组成。主要通过与本地计

算 (local)、全卸载至边缘 (MEC)、全卸载至云端

(cloud)、随机 (平均)分配 (random)方案、文献 [8]
中的 DQN方案和仅使用基于 RainbowDQN算法对

比本文给出的 ECWS-RDQN算法。在时延、能

量、服务质量等约束条件下的策略对比，来验证算

法的有效性。其中环境参数设置参考文献 [3, 8]，
如表 1所示。
 
 

表 1    环境参数设置
 

类型 参数设置

云端服务器计算能力/GHz 80
MEC服务器计算能力/GHz 10
用户设备计算能力/GHz 2

用户设备与基站通信带宽/Mb·s−1 100
基站与云端通信带宽/Gb·s−1 1
基站与云端传播时延/ms 10
用户设备发送功率/W 3
用户设备待机功率/W 0.5
微任务计算能力(低/高) [1×106～3×106]、[9×106～1.1×107]

微任务数据大小(低/高)/kb 40～60，200～300
CPU能量效率k 5×10−27

λe,λt ,λq权值 0.4、0.4、0.2
 
 

r = 0.001

γ = 0.99 α = 0.5 β = 0.4

σ = 0.01

ECWS-RDQN算法首先针对 Rainbow DQN进

行优化，将串行任务拆解成多个微任务后需对奖励

值获取频率以及数值标准化进行处理。其中考虑环

境复杂度和学习速度，学习速率设置为 ，

multi-step值为 10；考虑其经验-探索策略，折扣因子

，优先经验回放参数采用 、 [16]，

噪声网络标准差为 。最终本文算法的 loss
值收敛如图 2所示，在 150 000步时基本收敛，因

评估中仍会使用贪婪策略跳出，因此在步数较高等

情况下还会出现波动。

 
 

Lo
ss

4.0

3.5

3.0

2.5

2.0

1.5

0 50 000 100 000 150 000 200 000
Step

图 2    Loss值随学习步数的变化
 

 
在实验中使用表 1给出的环境配置，使用

10个用户设备来生成串行任务，总计需完成 100
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个串行任务，每个串行任务由 5个微任务组成，通

过调整串行任务的生成速率和计算复杂度进行对比。

在图 3中，y轴目标函数值由目标函数归一加

权后得到，x轴为串行任务卸载请求的间隔时间，

以 10 ms为单位时间。对比发现在任务生成间隔较大、

总的任务计算压力较低时，卸载至边缘服务器的效

果较好。随着间隔变短，计算传输量都增加的情况

下，仅靠边缘服务器已经无法承载。而使用本文提

供的 ECWS-RDQN算法后，各种情况下的表现都

远优于传统策略，相较于 DQN算法也有一定优势。
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w
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d
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−50

−100
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number of tasks per unit time
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Cloud
Random
DQN
RainbowDQN
ECWS-RDQN

图 3    目标函数值随串行任务生成速度的变化 

 

同样，在固定任务间隔的情况下，改变串行任

务中高计算复杂度的占比，如图 4给出的目标函数

数值曲线，在计算复杂度快速升高的情况下，计算

能力较低的本地设备难以完成任务；边缘服务器由

于计算量超过承载能力出现任务堆积，拥有高计算

能力和高网络延迟的云端几乎不受影响。图 5和图 6
分别从系统时延和能耗开销两方面进行评价，针对

串行任务的权值分配策略也在任务复杂度较高的情

况下，有效降低了平均时延和成本。相较于其他策

略和算法，本文给出的 ECWS-RDQN算法总体稳

定，能够提供更低时延、更低能耗的服务，有效提

升了服务质量。
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图 4    目标函数随任务计算复杂度的变化  
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图 5    串行任务完成时延随任务计算复杂度的变化 
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图 6    串行任务能耗成本随任务计算复杂度的变化 

 
而在图 7中，改变不同的计算复杂度观察ECWS-

RDQN算法在不同情况下对不同优先级的用户组的

调度优化，其中奖励值为时延、能耗的奖励值归一

化得到。可以看出随着优先级的提高，更高优先级

的用户可以在时延和能耗上获得更好的服务。
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图 7    不同优先级用户组随计算复杂度的目标函数值变化 

  

4　结 束 语
为面对边云协同串行任务卸载调度场景，本文

提出了 ECWS-RDQN算法，并且针对串行任务特

点进行优化，在时延、能量和服务质量的约束条件
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下能够实现智能任务卸载，并且通过实验验证了其

有效性，本算法在各项参数下均有较明显优势。今

后将会考虑算法的细节优化，同时在通信资源分配

和多服务器调度等方面进行研究。
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