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基于强化学习的模型选择和超参数优化
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【摘要】随着机器学习技术的不断发展，机器学习算法种类的增多以及模型复杂度提高，造成了实践应用中的两大难

题：算法模型选择及模型超参数优化。为了实现模型选择和超参数优化的自动处理，该文提出了一种基于深度强化学习的优

化方法。利用长短期记忆 (LSTM)网络构建一个智能体 (Agent)，自动选择机器学习算法模型及对应的超参数组合。该智能

体以最大化机器学习模型在验证数据集上的准确率为目标，利用所选择的模型在验证数据集上的准确率作为奖赏值

(reward)，通过强化学习算法不断学习直到找到最优的模型以及超参数组合。为了验证该方法的可行性及性能，在 UCI标准

数据集上将其与传统优化方法中基于树状结构 Parzen的估计方法和随机搜索方法进行比较。多次实验结果证明该优化方法

在稳定性、时间效率、准确度方面均具有优势。
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Abstract　With the development of machine learning technology, the number of machine learning algorithms
grows rapidly and the models become more and more complex.  That causes two major problems in practice:  the
selection  of  machine  learning  models  and  the  hyperparameter  optimization.  In  order  to  tackle  these  issues,  this
paper proposes a new method based on deep reinforcement learning. Long short-term memory (LSTM) network is
used to build an agent which automatically selects the machine learning model and optimizes hyperparameters for a
given dataset. The agent aims to maximize the accuracy of the selected machine learning model on the validation
dataset. At each iteration, it utilizes the accuracy of the selected model on the validation dataset as a reward signal
to improve its decision for the next time. The reinforcement learning algorithm is used to guide the learning process
for  the  agent.  To verify  the idea,  the  proposed method is  compared with  two widely optimization methods,  tree-
structured  Parzen  estimator  and  random  search  on  UCI  datasets.  The  results  show  that  the  proposed  method
outperforms other methods in terms of stability, time efficiency and accuracy.
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近年来，机器学习已广泛应用于如机器翻译[1-2]、

语音识别 [3-4]、图像识别 [5-6] 和游戏 [7] 等众多领域。

针对某一问题，如何快速构建一个成熟、可靠的机

器学习模型就显得尤为重要。为了满足行业需要，

使机器学习算法能够得到快速、高效的利用，一大

批企业针对普通用户开发出了一些应用系统，如

DataRobot.com[8]、BigML.com[9]、Wise.io[10] 等。在

机器学习算法的应用中，不可避免涉及两个重要问

题：算法模型选择和超参数优化。

现有的机器学习算法众多，具有代表性的算法有

逻辑回归 (logistic regression)、支持向量机 (support
vector machine)、决策树 (decision tree)和随机森林

(random forest)等。针对不同的问题，没有一个机器

学习算法模型能够适用于所有问题。在同一问题上，

不同的方法所达到的性能也存在不同程度的差异。

这给机器学习算法的使用者造成了不小的麻烦。算 
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法模型选择成了机器学习算法广泛应用的一大障碍。

另外，超参数优化同样成为了机器学习算法应

用中的难点之一。超参数不同于算法模型内部的参

数，它是在算法模型训练之前设置的参数。在训练

开始之前，往往希望找到一组超参数的值，即超参

数组合，使得算法模型可以在合理的时间范围内对

某一数据集的分类或拟合达到最佳性能。这个过程

被称为超参数优化，它对机器学习算法的性能起着

至关重要的作用。在实践中通常需要不断调整超参

数的值，最终选择最佳的超参数组合。若算法模型

的超参数搜索空间较大，该过程将非常耗时。

因此，针对某一问题 (或数据集)，最终结果很

大程度上是由机器学习算法模型和算法对应的超参

数组合共同决定的。本文提出了一种基于深度强化

学习的方法，用于自动实现机器学习算法的选择和

超参数的优化。该方法利用长短期记忆 (LSTM)网
络[8] 构建一个智能体 (Agent)来代替机器学习使用

者选择最优的机器学习算法及其超参数；Agent在
训练集上训练所选择的机器学习算法及超参数组合

所对应的算法模型，在验证数据集上验证该算法模

型的性能；以在验证集上的准确度作为奖赏值，利

用策略梯度算法 (policy gradient)[9] 优化 Agent的决

策。经过多次迭代，Agent选择出适合该问题的最

优模型及对应的超参数。在 Agent训练过程中，梯

度方差较大，本文提出引导数据池来解决该问题。

本文主要的贡献在于以下 3点：

1) 使用强化学习框架来解决模型选择和超参数

优化问题；

2) 提出了数据引导池结构来提高方法的稳定性；

3) 通过在标准数据集上对 8种机器学习算法进

行优化，相比于其他方法，本文提出的方法达到了

最好的优化结果。

1　相关工作

模型选择和超参数优化问题通常称为 CASH
(combined  algorithm  selection  and  hyperp-arameter
optimization)[10] 问题。CASH问题定义如下：

A∗ λ∗
针对某一数据集，寻找使得式 (1)的值最小的

算法 及相应的超参数配置 ：
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法 的超参数空间， ；

表示训练集，其在训练过程中并

被分割成均等大小的 K份 用

于 K折 交 叉 验 证 ， ；

表示拥有超参数配置 λ的机器学

习算法 通过在训练数据集 上训练，在验证

数据集 上验证得到的损失函数 (loss function)。
为了解决 CASH问题，研究者提出了一系列

解决方案，如随机搜索，贝叶斯优化等。随机搜索

在算法和对应的超参数构成的搜索空间中随机采样。

该方法执行起来效率高且操作简单，经过少量的尝

试就可以搜索到性能较好的机器学习算法及相应的

超参数的值。但文献 [10]表明，随机搜索方法只

有在达到或接近最优值的组合的数量占总的组合数

量的比重超过 5%时，搜索效率较高；其他情况

下，随机搜索方法的表现较差，很难搜索到最优值。

Auto-WEKA是一个基于机器学习工具包 WEKA[11]

的自动化机器学习框架。CASH问题首先在 Auto-
WEKA[12] 系统中被解决，其核心是贝叶斯优化方

法，主要包括基于高斯过程的贝叶斯优化方法[13]，

基于模型的顺序算法配置方法 (sequential  model-
based algorithm configuration, SMAC)[14] 及其改进版

本的基于树状结构 Parzen的估计方法 (TPE)[15]。文

献 [16]使用热启动技术提升 SMAC的性能。自适

应协方差矩阵进化策略 (CMA-ES)算法[17]，是基于

进化算法的一种改进算法，主要用来解决非线性、

非凸的优化问题，在解决模型选择和超参数优化问

题也具有很好的效果。最近，BOHB[18] 被提出，该

方法将贝叶斯优化与 HyperBand方法相结合用于解

决模型选择和超参数优化问题，并具有很好的优化

效果。上述这些方法存在一定的局限性，如基于高

斯过程的贝叶斯优化方法只适用于低维空间的超参

数优化问题。在搜索性能方面，基于贝叶斯优化的

方法容易陷入局部最优，很难探索出模型性能最好

的算法及超参数组合。在时间性能方法，对于拥有

较大的搜索空间的问题，贝叶斯优化方法时间效率

会大幅降低。

强化学习 (reinforcement learning，RL)[19] 是从

动物学习、参数扰动自适应控制等理论发展而来

的。其基本原理是：智能体的行为决策得到环境的

反馈，即奖赏值；通过最大化累积奖赏值，以学习

到最优的行动策略。通常利用马尔可夫决策过程对

强化学习问题进行建模。随着问题复杂度增加，谷

歌的人工智能团队将具有感知能力的深度学习和具

有决策能力的强化学习相结合，即深度强化学习
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(deep reinforcement learning，DRL)[20]，成功解决了

诸如与人类进行围棋对弈[21] 等复杂任务。通过将

深度学习与强化学习结合，实现了从感知 (perception)
到动作 (action)的端对端的学习。目前，深度强化

学习在视频[22]、游戏[23]、机器人[24] 等领域获得广泛

的应用。本文利用深度强化学习的优势来解决

CASH问题。

2　模型选择和超参数优化方法

2.1　Agent模型结构

模型选择和超参数优化可看作一个多阶段决策

问题，在每个阶段 (时刻)针对某个模型或者超参

数做出相应决策，因此不同的时刻产生不同的输

出。由于模型以及超参数之间存在相关性，每个阶

段的决策又是相互关联、相互影响的。根据上述特

点，模型和超参数设置的过程可由一个可变的字符

串来表示，利用长短时记忆神经网络 (LSTM)构造

的智能体来生成这样的字符串，具体优化过程如

图 1所示。

智能体以概率 P为选择一组超参数 a1:T，其

中，动作 a1 对应选择的机器学习算法；动作序列

a2:T 表示 a1 选择的算法模型中超参数的取值。

T–1为 a1 选择的算法模型中超参数的总个数，不

同的机器学习算法 T的取值不同。接下来，在训练

数据集上训练智能体选择 a1:T 所对应的算法模型；

以训练好模型在验证集上的准确率作为奖赏值 (reward)，
利用强化学习中的策略梯度算法来训练 Agent。奖

赏值引导 Agent在下次迭代中以更高的概率选择准

确率高的算法及对应的超参数的值。随着时间的推

移，智能体将学会如何针对某一问题 (或数据

集)自主选择最优的机器学习算法和相关超参数。

本文利用 LSTM网络构造 Agent来自动选择算

法模型及超参数组合。该 Agent的网络结构如图 2
所示，它的核心由 3层 LSTM网络构成，每层拥

有 35个神经元节点；输出层由 softmax函数构

成；输入层、输出层与 3层 LSTM网络结构之间

各有一个全连接层。Agent中 3层 LSTM网络结构

在任意时刻的结构、参数共享。Agent在不同时刻

输出不同的模型/超参数选择，并把不同时刻选择

值在候选值中的索引位置作为下一时刻的输入数

据，当所有超参数值生成后，Agent输出停止。

Agent在任意时刻的输出为对某个模型/超参数所有

候选值的评估。该值越大，对应的预选值被选中的

概率越高；反之，越低。Agent根据这些评估值做

出最优的选择。

2.2　Agent训练学习

当 Agent以概率 P选择模型 /超参数序列 a1:T
后，将 a1:T 对应的算法模型在训练数据集上训练至

收敛，再在验证数据集上运行得到的准确率作为奖

励信号 R来优化 Agent的参数 θ，使得随着时间的

推移，Agent学会选择准确率更高的模型/超参数组

合。Agent训练方法采用强化学习算法中的策略梯

度[12]，算法的优化目标为最大化期望总奖赏：

J (θ) =max EP(a1:T ;θ) [R] (2)

P (a1:T ;θ)式中， 表示表示 Agent输出模型/超参数序

列 a1:T 的概率。

由于优化目标是找到一个参数 θ，使得期望总

奖赏最大化。根据梯度下降算法，通过求解目标函

数的梯度，进而更新参数 θ，最终可求得局部最优值：

∇θ (J (θ)) =
T∑

t=1

EP(a1:T ;θ)[R∇θ log P(at |a(t−1):1;θ)] (3)

∇θ(J(θ)) ∇θ log P(at |
a(t−1):1;θ)

根据上式，可以看出 为函数

的期望。本文利用在固定参数 θ下 m次采

样的均值作为梯度更新的无偏估计：

∇θ (J (θ)) ≈ 1
m

m∑
k=1

T∑
t=1

∇θ log P
(
at |a(t−1):1;θ

)
(Rk −b) (4)

式中，Rk 为第 k次采样的模型在验证数据集上的

准确率；b为基准值，其值为已采样到的算法模型

的准确率的指数滑动平均值。基准值设置的目的在

 

训练超参数组合a1:T对应
的模型，并得到奖赏值

Agent

以概率P选择一组超参数a1:T,
其对应选择一个机器学习算法并设

置相应的超参数的值

Agent利用奖赏值修正自身参数

图 1    Agent选择机器学习算法与优化超参数的流程
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图 2    Agent的网络结构图
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于减小 Agent训练过程中的方差。

2.3　减小方差

虽然策略梯度算法中采用了基准值降低训练中

的方差，但 Agent训练过程中仍存在方差过大问

题。为了进一步减小方差，提高 Agent决策的稳定

性，本文为 Agent添加一个“引导数据池”。具体

来说，设置一个大小为 m的数据池，保存到当前

时刻性能表现最好的 m条数据，定期把这批数据

送入到 Agent中进行训练。这样做起到了一个把握

优化方向、防止模型方差过大的作用，故称之为引

导数据池。具体算法如下。

输入：无

输出：最优超参数组合

1) 初始化 Agent的模型参数 θ;
2) 初始化引导数据池 top_data;
3) for i = 1 : (N/m)
4)　for j = 1 : m
5)　　初始化Agent的输入数据 input为全1向量;
6)　　for t = 1 : T
7)　　　将 t时刻的输入数据添加进输入数据

　　　　　　列表;
8)　　　将 Agent在 t时刻输出值作为下一时

　　　　　　 刻的输入数据;
9)　　　 将 t时刻的选择添加进动作列表 actions;
10)　　end for;
11)  end for;
12) 在训练数据集上训练与动作列表 actions对

　　　  应的模型，在验证数据上验证模型准确

　　　  性，得到奖赏值并存入奖励值列表 rewards;
13) 更新引导数据池 top_data;
14) if i == 0
15)　　b = mean(rewards);
16) end if;
17) if (i+1) % n_step == 0
18)　　获取引导数据池 top_data中的数据；

19)　　利用策略梯度算法更新 Agent的参数 θ;
20) else
21)　　利用策略梯度算法更新 Agent的参数 θ;
22) end if;
23) b=b*r + mean(rewards)*(1-r);
24) end for

其中，N表示 Agent采样的总批次数 (迭代次数)；
m为 Agent更新一次模型参数所需的数据量大小；

n_step为 Agent利用数据引导池中的数据更新模型

参数的步伐大小；r控制着基准值 b的滑动范围。

为了验证引导数据池的有效性，同样对随机森

林算法的超参数进行优化实验。在相同的实验环境

下，本文进行了共 20次的未添加引导数据池的

Agent与添加了引导数据池的 Agent的对比实验，

如图 3所示。实验结果表明，添加了引导数据池

的 Agent在 18次运行中都选择到了同一个最优的

超参数组合，而未添加引导数据池的 Agent只有

1次选择到了最优的超参数组合。未添加引导数据

池的 Agent所存在的高方差、不稳定的问题得到了

有效的解决。

3　实验结果及分析

3.1　搜索空间及数据集

根据文献 [25]中对 179种机器学习算法在 UCI
machine learning repository数据集上的评估结果，

本文挑选了一些具有代表性的学习算法以及相应超

参数，并为这些超参数设定了一些候选值，详细情

况如表 1所示。

UCI machine learning repository数据集是一种

常见的、用于分类任务的数据集。采用两种 UCI
标准数据集进行测试，数据集信息如表 2所示。数

据集的原始数据经过预处理后，将整个数据集分成

验证集和测试集两部分，验证集占整个数据集的

80%，数据集中剩余的 20%的数据将作为测试

集，用于测试所选择的超参数组合对应的模型最终

的性能。

在构建Agent的过程中，Agent采用 3层LSTM，

每一层有 35个隐藏节点。采样的总次数 N设置为

5 000次；每次采样的超参数组合的数量 m设置为

8；引导池大小设置为 8；数据引导池的利用间隔
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图 3    采用数据引导池 Agent与未采用数据引导池 Agent
性能比较 (随机森林算法超参数优化)
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n_step设置为 10；基准值 b的控制率 r设置为 0.8；
以−0.2～0.2之间的随机值对 Agent的权重进行初

始化，使用 Adam优化器[26] 进行策略优化。

3.2　实验结果及分析

实验在两个 UCI标准数据集下进行，对比了

CMAES优化方法、TPE优化方法、随机搜索方法

的准确度、时间效率、稳定性。实验结果如图 4和
表 3所示，所有结果为 3次实验后统计值。图中所

示为 3次实验的平均值和 1倍标准差。

图 4为优化过程中所有方法的准确度。横轴表

示采样次数；纵轴表示每次采样后选择的模型在验

证集上的准确率。图中数据为 3次实验的均值和一

倍标准差。表 3结果为 5 000次采样完成后，４种

方法选择的模型的统计结果 (3次实验平均值)。其

中，准确度表示模型在验证集上最高准确率的平均

值；耗时为完成 3次训练所耗费时间的平均值，该

 

表 1    候选算法模型及对应超参数候选值
 

算法模型 超参数 候选值范围 间隔

RandomFor-
estClassifier

n_estimators [100～1 200] 100
max_depth [2～30] 2

min_samples_split [1～99] 2
min_samples_leaf [1～99] 2
max_features [sqrt,log2,None] 无

criterion [gini,entropy] 无

bootstrap [True,False] 无

XGBClassif-ier

max_depth [3～25] 2
gamma [0.05～0.9] 0.05

min_child_weight [1～9] 2
subsample [0.1～0.9] 0.1

colsample_bytree [0.1～0.9] 0.1
reg_alpha [0.0～1.0] 0.1
reg_lambda [0.01～0.1] 0.01
learning_rate [0.005～0.1] 0.005

DecisionTre-
eClassifier

criterion [gini,entropy] 无

splitter [best,random] 无

max_depth [2～30] 2
min_samples_split [1～99] 2
min_samples_leaf [1～99] 2
max_features [sqrt,log2,None] 无

SVC
C [0.000 5～0.01] 0.000 5

kernel [linear,poly,rbf,sigmoid] 无

class_weight [balanced,None] 无

Kneighbor-
sClassifier

n_neighbors [2～100] 2
weights [uniform,distance] 无

algorithm [auto,ball_tree,kd_tree,brut] 无

leaf_size [5～50] 5
p [1～5] 1

AdaBoostCl-
assifier

n_estimators [100～1 200] 100
learning_rate [0.1～1.0] 0.1
algorithm [SAMME,SAMME.R] 无

ExtraTreesC-
lassifier

n_estimators [100～1 200] 100
criterion [gini,entropy] 无

max_features [sqrt,log2,None] 无

max_depth [1～29] 2
min_samples_split [1～99] 2
min_samples_leaf [1～99] 2

BaggingCla-ssifier

n_estimators [100～1200] 100
max_samples [0.1～0.9] 0.1
max_features [0.1～0.9] 0.1
bootstrap [True,False] 无

bootstrap_features [True,False] 无

warm_start [True,False] 无

 

表 2    数据集基本信息
 

数据集名称
UCI手写数字

数据集

UCI Spambase
数据集

UCI Car Evaluation
数据集

适用任务类别 多分类 二分类 多分类

标签类别 10种(0−9)整数 2种(0,1) 4种
特征数量/个 64 57 6
是否有缺失值 否 否 否

数据集大小/条 5 620 4 601 1 728
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图 4    优化过程中准确度 (Agent代表本文提出方法；

Rand代表随机搜索；TPE代表基于树状结构 Parzen
的估计方法方法；CMAES指 CMAES优化方法)
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值大小反应了优化算法的时间性能；标准差为 3次
实验最高准确率统计的标准差，该项数据反应了算

法的稳定性。

通过分析实验数据可以看出，本文提出的优化

算法能够在最短的时间搜索到最优的结果。虽然随

机搜索、TPE优化方法和 CMAES优化方法也能达

到较好的优化结果，相比之下，Agent能够用远少

于前两种方法的时间搜索出更优的算法模型和超参

数组合，尤其是在问题规模增大时，Agent优化方

法仍具有很高的时间效率，综合性能更好。TPE方

法使用从开始到当前时刻所有采样的数据进行训

练，这就造成了对数据的极大依赖，容易造成过拟

合，最终陷入局部最优。相比之下，Agent在对自

身的模型参数进行更新时，每次都是由当前时刻采

样到的新数据进行训练，能够搜索到更好最优解。

随机搜索算法的搜索效率相比与 TPE算法更低，

究其原因在于随机搜索方法的采样具有随机性，随

着搜索空间增大，搜索到相同模型超参数组合可能

性越小，因而耗费在模型训练上的时间也就越多。

通过实验还发现 Agent通过数据引导池结构，相比

于 TPE和随机搜索方法能够有效的减小训练时的

方差，使训练更加稳定。

4　结 束 语
本文提出了一种基于深度强化学习的超参数优

化方法。该方法利用长短时记忆网络构建了一个

Agent，针对不同问题 (数据集)自动进行算法选择

超参数优化。Agent以最大化模型在验证集上的准

确率为目标，以 Agent每次选择的所对应的模型在

验证数据集上的准确率作为奖赏值，利用策略梯度

算法来修正 Agent的模型参数。经过多次迭代，

Agent最终收敛并选择出最优的算法模型及超参数

组合。为了验证算法的可行性和性能，利用 Agent
对两种标准数据集进行优化实验。通过对比 TPE
和随机搜索两种具有代表性的超参数优化方法，本

文提出的方法在准确率、运行时间效率和稳定性上

均优于上述算法，特别是对于规模较大的问题，具

有绝对优势，其完成优化所需的时长最低仅约为随

机搜索方法的 12%和 TPE优化方法的 19%。
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