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PCA和相融性度量在聚类算法中的应用 

姜  斌1，潘景昌1，郭  强2，衣振萍1  
(1. 山东大学威海分校信息工程学院  山东 威海  264209 ;  2. 上海大学计算机工程与科学学院  上海 闸北区  200436) 

 
【摘要】提出一种基于主分量分析和相融性度量的快速聚类方法。通过构造主分量空间将高维数据投影到两个主成分上

进行特征提取，每一个主分量都是原始变量的线性组合，主分量之间互为正交关系，在剔除冗余信息的同时，实现高维数据

降维，得到二维坐标，以此作为聚类分析的输入；提出相融性度量的定义，用相融性度量描述一个样本与训练集相融合的程
度，设计一种基于相融性度量的分类器。以该方法为基础设计的光谱自动分类系统可实现快速、准确地分类。  
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Application of PCA and Coherence Measure in Clustering Algorithm 

 
JIANG Bin1，PAN Jing-chang1，GUO Qiang2，YI Zhen-ping1 

(1.School of Information Engineering, Shandong University at Weihai  Weihai Shandong  264209; 

2. School of Computer Science, Shanghai University  Zhabei Shanghai  200436)  

 
Abstract  An efficient and quick method based on 2-D Principal Component Analysis (PCA) and coherence 

measure is introduced. The coordinates are achieved by projecting the high dimensional data to the 2-D space after 
the principle component space is built and feature extraction is finished at one time. Every principle component is 
the linear combination of the original variables and is irrelevant to each other. A novel coherence measure is 
introduced and designed for effectively measuring the coherence of a new specimen of unknown type with the 
training samples. The spectrum can be classified quickly and exactly by the classifier.  

Key words  coherence measure;  dimensionality reduction;  high-dimensional data;  principal component 
analysis     

 

                                                        
收稿日期：2007 − 09 − 14  
基金项目：国家重大工程LAMOST项目 
作者简介：姜斌(1977 − )，男，硕士，主要从事模式识别及其应用方面的研究. 

高维数据在使用计算机技术实现自动分类处理

时，首先要进行降维处理，得到低维数据，再以此

为基础进行聚类分析。以高维的光谱数据为例，国

际标准的光谱数据存储格式采用fits(flexible image 
transport system)文件[1-2]形式，其维数可达到3 000
维以上。如果将每一维都做处理，大量光谱数据处

理的运算量很大。因此有必要对高维数据在不丢失

重要信息的前提下进行降维处理。 
降维的原理是通过特征提取和选择，在所有特

征中求出最重要的特征，放弃一些次要特征，从而

实现对特征空间维数的压缩，达到降维目的。高维

数据降维后，就可以进行聚类研究，将有相同特征

的对象归为一类。 
本文在进行光谱自动识别的研究过程中，研究

了恒星等光谱的规律，提出了一种基于主分量分析

(Principal Component Analysis，PCA)和相融性度量
的快速聚类算法。 

1  主分量分析方法 
主分量分析法是统计学中分析数据的一种有效

方法。其目的是在数据空间中找出一组向量来尽可

能地解释数据的方差，用较少数量的特征对样本进

行描述来降低特征空间维数，将数据从原来的n维降
低到m维(m<<n)。降维后保存数据中主要信息的同
时获得原模式空间的一个最优低维逼近，从而使数

据更易于处理。以恒星光谱分析为例，用主分量分

析法进行降维的过程如下[3]： 
(1) 选取M条恒星光谱，记为pi(i=1,2, ,M)。其

中，M是光谱样本数，构成[M×N]的矩阵；N是光谱
的维数。 

(2) 对每条光谱数据(流量)进行归一化，归一化 

方程为： 2

1

N

ij ij ij
j

P P P
=

= ∑ 。其中i∈[1, M]，j∈[1, N]；
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N为每条光谱的点数。 
(3) 构造恒星光谱矩阵PM×N 。该矩阵的每一行

代表经过归一化的恒星光谱，共M行，每行有N个分
量，每个分量代表某个波长下的强度。 

(4) 构造恒星光谱矩阵P的相关矩阵Ci×j=P×PT，

PT为P的转置。其中，i∈[1, M]，j∈[1, N]，Ci×j为[M×M]
的方阵。 

(5) 求相关矩阵Ci×j的特征值和特征向量，然后

将Ci×j对角化，对角化方程如下： 
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式中  R的每一个列向量Ri都是C的特征向量；Λ矩
阵是一个对角矩阵，对角线上的元素λi(i∈[1, M])是C
的特征值，并且按从大到小的顺序排列。 

(6) 在过程(5)的基础上构造空间变换矩阵H，方
法如下：选取方差贡献率µ大于98%的对应C的特征
值的特征矢量，构成特征矩阵E。方差贡献率为： 
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在具体实验中仅选取前两个特征值，因为根据经验，

方差贡献率大于98%的特征值总为前两个，而且前
两个特征值远大于其余的特征值。因此特征矩阵E
是[M×2]的矩阵。恒星的主分量空间变换矩阵H即为
特征矩阵E的转置与标准化后的P的乘积，H= 
ET×P，H为[2×N]矩阵。 

(7) 在完成上述步骤后，利用空间变换矩阵H，
就可以构造出恒星的主分量空间。矩阵H的每一个
行向量就是恒星的主分量，而且这些主分量之间相

互正交。 
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图1  恒星光谱二维主分量空间投影图 

通过变换矩阵H，把每个标准化后的样本投影
到二维的主分量空间中，公式为Pi×HT。因为Pi是

[1×N]矩阵，HT是[N×2]矩阵，所以得到的是高维光
谱数据的二维坐标，用Matlab投影到二维平面上，

如图1所示。 

2  相融性度量 
2.1  基本思想 

根据样本与训练样本集的融合程度而不是距离

进行聚类，如果一个样本的局部离散度与附近训练

样本的局部离散程度比较接近，就将它与训练样本

集聚为一类。 
2.2  相融性度量的定义 
2.2.1  样本的局部离散度VL(X) 

假设K是一个大于1的整数，样本X的K个近邻记
为X1

*,X2
*, ,Xk

*，属于第l类的有Kl个样本，记为

Xl,1
*,Xl,2

*, ,Xl,k
*(l=1,2, ,c)，样本X关于第l类的局部

离散度VL(X)[4-5]定义为： 
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∑ 。VL(X)称为样本X

的第L类近邻离散度。 
2.2.2  样本的相融性col(x) 
假定有关于c个类别的分类问题，第i类有Ni个训练 

样本{ , , }l
j lx j N l c≤ ≤ ，训练样本总数

1

c

l
l

N N
=

= ∑ 。 

样本X的第l类相融性度量定义为[6]： 
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2.3  分类规则 
t是相融性度量参数的阈值，用来衡量待分类样

本与训练样本集是否有效地融为一体。样本X的K个
近邻记为X1

*,X2
*, ,Xk

*，其中，属于第t类的Kl个样

本记为X1l,X2l, ,Xkll。而且假定近邻个数满足Kl≥K0
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的类为l1,l2, ,lr，令： 

1,2, ,
co ( ) max co ( )

s il li r
x x

=
=  

分类规则如下[7-8]： 
(1) 如果 co ( )

sl
x t≥ ，则决策样本X来自第ls类。 

(2) 否则，决策样本X来自未知类。 
从上面的分类方法以及对col(X)的定义知道，每

次分类时都需要计算训练样本X关于第l(x)类的近邻
离散度Vl(x)

(x)。实际项目中，分类器训练时可以提前

把它们都计算出来并保存，每次分类时只要直接使

用即可，其中l(x)表示训练样本X所属的类别。 
2.4  分类算法 

算法训练分类器的设计如下： 
(1) 选定参数K和K0，它们是满足下列条件的整

数：K≥3，K0≥2，K≥K0。 
(2) 对每个训练样本X，计算它关于第l(X)类的

近邻离散度Vl(x)(x)。 
(3) 确定相融性阈值参数t，它满足t≥0，而且

一般取t＜1。 
(4) 根据式(3)计算col(x)，并按照上面的分类规

则进行分类决策。 
从分类规则可以看出，相融性度量col(x)的三种

定义方式反映了不同的倾向性：式(4)更倾向于将未
知类别样本决策为来自已知类别，式(5)相反。式(3)
稳定性好，式(4)、(5)容易受个别离群训练样本影响。 

3  实验结果及分析 
将几类已知分类结果的光谱作为实验数据使用

上述方法进行聚类分析，PCA使用的阈值是能使样
本分为N类的阈值，用已知结果检验分类的正确性。
实验数据来自美国的Sloan Digital Sky Survey (SDSS)
发布的观测数据(DR5)，在其发布的fits文件中，用
SPEC_CLN字段标识其正确分类，由此可以决定N
值。实验中，分类器的训练过程包括以下步骤： 

(1) 确定分类器参数K、K0，实验中K=7，K0=3。 
(2) 对每个训练样本X，计算第L(X)类近邻离散

度VL(X)(X)，并存储下来，以备搜索K个近邻时调用。
其中l(x)定义如下： 
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实验中，用式(3)计算第l(x)类近邻离散度。为了
保证实验有统计意义，每个实验都重复10次，并与K
近邻分类方法比较(K=N)，实验结果如表1、2所示。 

表1  基于相融性度量方法的实验结果 

t 识别率/(%) 误识率/(%) 拒绝率/(%) 

0.7 91.22 3.23 5.55

0.6 92.17 2.56 5.27

0.5 93.01 2.34 4.65

0.4 93.75 2.07 4.18

0.3 95.52 1.79 2.69

0.2 96.40 1.01 2.59

0.1 97.20 0.97 1.83

表2  基于K近邻分类器的实验结果 

识别率/(%) 误识率/(%) 拒绝率/(%) 

93.50 6.50 0 

 
从实验结果可知，K近邻分类器的误识率是

6.50%；而基于相融性度量方法的分类器，当相融性
阈值参数t=0.1时识别率可以达到0.97以上。所以，
该方法有较好的识别率。 

4  结  论 
本文首先使用PCA方法对高维光谱数据进行降

维。PCA的一个基本假定是每个方案对应于各个准
则的取值服从正态分布[9]。当样本数目较少，或取

值的离散化程度较高时，就不能假定准则的取值还

服从于正态分布。因此只有在大样本的情况下，采

用主分量分析法进行降维才有意义。虽然大样本的

高维光谱数据使用PCA变换有较大的运算量，但由
于此方法只需要做一次PCA变换，构造出主分量空
间后，只需要把待降维的光谱数据投影到此二维空

间中即可，实验结果表明该方法在实际运算时程序

本身计算量很小，大量的计算工作可以交给

MATLAB处理[10-11]，为进一步处理数据奠定了基础。

相融性度量根据样本与训练样本集的融合程度进行

决策，判断它来自已知类别还是未知类别。对在K
近邻法中不论样本距离训练样本集多远，最终都决

策为某一具体的已知类型做了改进。对于不同类别

交叠区域中的样本，相融性度量更好地描述了它属

于不同类的可能性大小，比K近邻分类器单纯依靠近
邻中包含每类样本的数目进行分类更为合理。以此

方法设计的恒星光谱自动分类软件具有较好的效率

和准确率。对方法中如何确定相融性阈值参数t是解
决问题的关键，也是今后需要进一步研究的问题。 
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4  结  论 
本文介绍了孤立点检测的传统算法，并在此基

础上，提出了平均密度的概念，平均密度接近物理

学上的关于密度的定义，使人们对孤立点的认识更

自然；在平均密度概念的基础上，给出了基于平均

密度的孤立点检测方法，该方法对孤立点的检测更

加自动化，通常情况下，它不依赖于用户输入参数。 
和基于密度的或基于距离的大多数孤立点检测

算法一样，该方法的时间复杂度是O(n2)，在数据规
模较大时，需考虑抽样来确定平均密度Si和平均距离

D，再对各数据对象进行孤立点检测。本文在传统
孤立点定义的基础上，拓展了新的视点，在算法自

动化上作了一定的探索。 
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