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加权社交网络节点中心性计算模型 
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【摘要】将无权网络中度量节点中心性的方法——主分量中心性(principal component centrality)应用于加权社交网络，提

出基于链接强度矩阵的加权中心性度量法。实验结果显示，加权主分量中心性在传播效率、鲁棒性和容错性等方面优于加权
特征向量中心性(eigenvector centrality)，因此加权主分量中心性在加权社交网络中是可行有效的。 
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Abstract  In this paper, we apply Principal Component Centrality (PCC), a centrality measure for 

unweighted networks, to weighted social networks, and propose a weighted centrality measure based on tie strength 
matrix (TSM). Experiment results show that weighted PCC outperforms weighted EVC (EigenVector Centrality) in 
spreading effectiveness, robustness and tolerance, hence is feasible and effective in weighted social networks.  
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确定网络中的关键节点是包括社交网络在内的

复杂网络的重要研究内容。比如，在各种社交网络

中，经常需要知道哪些是最活跃、最具影响力的用

户，以便为运营商提供营销策略的指导，或为移动

社交网络的内容分布提供有用依据。在社会网络分

析中，用“中心性(centrality)”来刻画节点在网络中

的重要程度[1]。 

中心性常用的度量方法有度中心性、介数中心

性、接近中心性[2]和特征向量中心性(EVC)[3]等。相

比其他几种中心性度量方法，EVC不仅考虑了节点

的度(即邻居节点的数量)，还考虑了邻居节点的重要

性，因此成为检测社交网络中最具影响力节点的成

功方法，并在社会科学中有广泛应用[4]。而由于EVC

是将邻接矩阵对应的主特征向量作为节点中心性，

故最重要的一些节点集中于一个社团；而事实情况

往往是这些最具影响力的节点分属于不同社团。鉴

于此，文献[4]提出了主分量中心性(PCC)，利用邻

接矩阵的前 P 个特征向量来计算节点中心性，有效

地避免了EVC的缺陷。文献[5]针对PageRank方法在

非连通网 络中排序 不唯一的 缺陷，提 出 了

LeaderRank方法，网络中增加一个与所有节点双向

连通的节点，使得整个网络连通且排序唯一，在传

播效率、鲁棒性和容错性方面有明显的提升。文献

[6]针对度中心性的低相关性和介数中心性、接近中

心性在大型网络中的高复杂度，折中提出一种半局

部中心性，在降低计算复杂度的同时能很好地识别

出影响力高的节点。 

而以上方法均针对无权网络，只考虑了节点间

是否连接，而未考虑节点间链接强度如何。而文献

[7]提出，很多网络中的链接并不仅仅表示存在与否，

而是有相应的权重来记录链接的强度，也就是说，

很多网络都是加权网络。文献[7]也提到，在很多情

况下，可以应用无权网络中的传统方法来解决加权

网络的问题。因此，将无权网络的方法拓展到加权

网络是网络研究的重要问题之一。文献[8]指出，可

将无权网络中的EVC扩展到加权网络，并将这样得

到的加权网络EVC用于引文网络的搜索结果排序；

但是，PCC作为在计算节点中心性方面比EVC更好

的工具，目前还没有被扩展到加权网络。 

本文首次提出将无权网络中度量节点中心性的

PCC应用于加权网络，提出基于链接强度矩阵的加
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权主分量中心性度量法(加权PCC)。实验结果显示，

加权PCC在传播效率、鲁棒性和容错性等方面优于

加权EVC，因此加权PCC在加权社交网络中是可行

有效的。本文最重要的贡献就是把无权网络的PCC

延伸到加权社交网络，从而丰富了将无权网络经典

方法拓展到加权网络的研究。 

1  无权网络节点中心性计算方法 

中心性常用的度量方法有度中心性、介数中心

性、接近中心性[2]和特征向量中心性(EVC)[3]等。相

比于其他几种中心性度量方法，EVC不仅考虑了节

点的度，还考虑了邻居节点的重要性，因此成为检

测社交网络中最具影响力节点的成功方法。无权网

络中节点的EVC定义为：与该节点邻居的EVC之和

成正比[7]。 

假设 ( )ijAA 为网络图 ( , )G V E 的邻接矩阵，即 

1

0
i j

ij ji
i j

v v
A A

v v

  


当 和 相连

当 和 不相连
 

根 据 无 权 网 络 中 EVC 的 定 义 ， 设
T

1 2[ ]Nx x x x 为节点的EVC向量，则有： 
1c x Ax                (1) 

式中， 1c 是矩阵 A的一个特征值；而 x是对应的特

征向量。 

通过分析EVC算法的收敛性得到，如果 1λ 为矩

阵 A的模最大的特征值，那么特征向量中心性 x应

该是与 1λ 对应的特征向量，也称为主特征向量[9]。

从而，式(1)即为 

1 x Ax                  (2) 

而EVC在刻画无权网络节点中心性时，存在其

缺陷[4]：最重要的一些节点集中于一个较小的区域，

即EVC将最重要的一些节点视作一个小社团，而事

实情况是，最重要的一些节点可能分属于不同社团；

另外，大部分节点的EVC值都为无意义的0，不能充

分满足排序等应用的需求。 

通过将网络图映射为一个多重图，可以将无权

网络节点中心性度量方法推广到加权网络；那么，

加权网络中节点的EVC，为当前加权邻接矩阵的主

特征向量[7]。文献[8]指出，可将这样得到的加权网

络EVC用于引文网络的搜索结果排序。由于加权网

络可看做无权网络映射成的多重图，EVC在刻画加

权网络节点中心性时，也会存在与无权网络同样的

问题。 

为了弥补EVC的以上缺陷，文献[4]提出了主分

量中心性(PCC)。但是目前没有研究将PCC应用于加

权社交网络。于是本文拓展了无权网络的PCC，并

提出了适用于加权社交网络的中心性计算模型。 

2  加权网络节点中心性计算模型 

2.1  链接强度矩阵 

传统的中心性计算方法未能考虑节点间连接的

时间动态性，而链接强度可以通过具体刻画连接可

用的概率来克服这个缺陷[10]。因此，本文选用链接

强度来刻画节点间链接的权重。 

链接强度是定量刻画节点间链接的一种性质，

由文献[11]于1973年首次提出。文献[10]认为一种关

系的强度依赖于4种因素：接触频率，关系时长，接

触时长，交互数目。研究者们据此提出7种因素，并

根据不同的研究需要采用不同的因素来刻画链接强

度：频率、亲密度、寿命、相互性、时近性、多重

社交背景、信任[10]。 

本文选取频率和亲密度两个因素来刻画链接强

度。链路上发生的交互越频繁，越亲密(即连接时长

越长)，则链接强度越强。这两个因子的计算方法是

根据基于证据的策略，即用辅助性证据与反驳性证

据的数目的比值来度量节点或系统对证据的信任[10]。 

1) 频率因子：取决于某节点 i 与其他节点 j 相

遇的频率，用节点间相遇次数计算。 
( )

FI ( )
( ) ( )i

f j
j

F i f j



            (3) 

式中， FI ( )i j 为节点 i 与节点 j 间相遇的频率因子；

( )f j 为节点 i 与节点 j 相遇的次数； ( )F i 为节点 i 与

其他所有节点相遇的总次数。 

2) 亲密度因子：即连接时长，取决于某节点 i 与

其他节点 j 连接的时长。 
( )

ICI ( )
( ) ( )i

d j
j

D i d j



          (4) 

式中， ICI ( )i j 为节点 i 与节点 j 间连接的亲密度因

子； ( )d j 为节点 i 与节点 j 连接的总时长； ( )D i 为

节点 i 与其他所有节点连接的总时长。 

总的链接强度计算公式如下： 
TieStrength ( ) FI ( ) ICI ( )i i ij j j       (5) 

设T 为链接强度矩阵，记录网络中两两节点间

的链接强度，即 
=( ) (TieStrength ( ))ij iT jT        (6) 

链接强度矩阵将作为加权网络的加权邻接矩

阵，进行后面的中心性计算。 

2.2  加权网络节点中心性计算模型 

设 A 为无权网络 ( , )G V E 的邻接矩阵，其中
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1 2 3{ , , , , }NV v v v v  为节点集，E 为无向边集。A的

特 征 值 按 照 模 递 减 的 顺 序 排 列

1 2| | | | |Nλ λ λ≥ ≥ ≥| ， 对 应 的 特 征 向 量 是

1 2, , , Nx x x 。则无权网络中PCC的定义是，P 维特

征空间中，节点与原点的欧几里德距离，其中 P 维

特征空间的基向量为前 P 个特征向量 1 2, , , Px x x 。

令 1 2[ ]NX x x x ，且 T
1 2[ ]N  Λ  ，则 N PX 为

前 P 个特征向量组成的矩阵， 1PΛ 为前 P 个特征值

组成的向量。无权网络中PCC计算公式如下： 

1(( ) ( ))1P N P N P PC    AX AX         (7) 

或 

1 1( )( )P N P N P P PC     X X Λ Λ        (8) 

式中，为Hadamard算子(或对应相乘算子)； 11P 为

长度为 P 且元素都为1的向量。 

对于大型矩阵，计算一个特征向量的代价是很

高的，所以有必要选择一个合适的 P ，利用前 P 个

特征向量来近似计算中心性。文献[12]提出下面的方

法来确定合适的 P 值( appP )： 

app min{ ( 1) ( )} [ , ], [ , ]P P P P N           (9) 

式中， ( )P 表示 PCC 向量和 EVC 向量的夹角。用

该方法得到的 appP 近似等于社交网络中连接最紧密

的社团数目[12]。 

类似地，令 ( , )WG V E 为加权网络，其中

1 2 3{ , , , , }NV v v v v  为节点集， WE 为加权边集，且

每 条 边 ( , )i je v v 有 对 应 的 权 重

TieStrength ( )ij iw j 。则链接强度矩阵T 成为加权

网络 ( , )WG V E 的“加权邻接矩阵”。 

将式(7)和(8)中邻接矩阵A替换为链接强度矩阵

T，则得到加权网络主分量中心性的计算模型： 

1(( ) ( ))1P N P N P PC    TX TX        (10) 

或 

1 1( )( )P N P N P P PC     X X Λ Λ      (11) 

3  实验与分析 

3.1  实验数据集 

本文选用以下3个真实的加权社交网络数据集，

对加权PCC的性能进行了仿真与分析： 
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图1  MIT Reality Mining蓝牙交互网络的用户朋友关系图 

1) MIT Reality Mining数据集[13]：该数据集是由

MIT Media Lab的Reality Mining项目经过约9个月的

实验，使用104个Nokia 6600手机记录用户交互数据。

本文采用其中的蓝牙交互数据，包括用户间相遇的

频率、时长等数据，且选出其中94个有效用户数据

进行实验。用户间朋友关系图如图1所示。用户间链

接的权重根据2.1节的方法计算得到。 

2) NetScience数据集[14]：这是研究网络理论与

实验的1 589位科学家组成的科学家合作网。网络中

的节点代表论文的作者，边是作者间的合作关系，

边上的权重是根据文献[15]中的方法计算得到的。 

3) Facebook-like social network数据集[16]：该数
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据集描述加州大学欧文分校学生的在线社会网络。

它共包含1 899个节点，节点表示学生，边表示学生

之间的信息接受和发送，边上的权重表示接受和发

送信息的数目。该数据集本来是一个有权有向图，

由于本文的中心性指标适用于有权无向图，所以本

文将两个节点间接受和发送信息数目的总和作为对

应链接的权重，从而将Facebook-like social network

数据集转化为有权无向图进行实验。 

以上3个网络数据集的相关信息如表1所示。 

表1  网络数据集相关参数 

网络 节点数 边数 
聚类 
系数 

平均路径

长度 

MIT Reality Mining数据集 94 3 121 0.823 5 Inf 
NetScience网络 1 589 2 742 0.189 2 Inf 

Facebook-like social network 
数据集 

1 899 13 838 0.109 4 Inf 

3.2  传播效率分析 

3.2.1  实验设置 

文献[17]认为，在社交网络中信息是以串联形式

进行传递，且信息串流的传播分析可用于确定社交

网络中最有影响力的节点。因此，本节实验采用独

立串联模型[18]来刻画社交网络的信息传播规律。基

于该模型，本节实验比较加权PCC和加权EVC的传

播效率，从而验证提出的加权社交网络中心性计算

模型的有效性。具体的传播过程为： 

1) 初始激活节点集：分别以加权 PCC 和加权

EVC 排序得到的前 N 个节点为传播的初始激活节

点集，分别表示为 0,PCCA 和 0,EVCA 。 

2) 成功激活阈值：独立串联模型中，两节点 v 和

w 间存在成功激活概率 ,v wp ；当 v 试图激活 w 时产

生的随机概率小于 ,v wp 时， v 将成功激活 w 。将成

功激活概率 ,v wp 称为成功激活阈值(用 ,THv w 表示)，

且认为 ,THv w与链接强度TieStrength ( )v w 成正比，因

为链接强度越大，表明两节点关系越亲密，则两节

点间传递信息越容易。设 

,TH TieStrength ( )v w vk w           (12) 

式中，常数 [0,1]k 称为传播参数。实验中将链接强

度矩阵归一化至[0,1]，这样能保证 ,TH [0,1]v w  。此

时，链接强度越大， ,THv w越大，产生的随机概率小

于 ,THv w的可能性越大，即节点间传递信息越容易。 

3) 比较方法：当 v 试图激活w时产生的随机概

率小于 ,THv w时，则 v 将成功激活w ，信息就在两节

点间传递。计算每个步骤分别以 0,PCCA 和 0,EVCA 为传

播起点而被激活的节点总数，并加以比较，即可比

较分别以 0,PCCA 和 0,EVCA 为传播起点的传播效率。 

3.2.2  结果与分析 

图2是传播初始激活节点数目 N 取不同值时，每

时刻两种加权中心性传播效率的比较。以下每幅实

验结果图均是进行500次独立实验并将其结果取平

均得到的。 
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c. Facebook-like社交网络 

图2  加权PCC和加权EVC传播效率比较 
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由图2可见，在不同的加权网络中，基于加权

PCC排序选出的前N位节点作为传播源的传播效率

高于加权EVC，即加权PCC能更准确地识别出传播

影响力高的节点。这是因为加权PCC采用了权重矩

阵的更多主特征向量，能挖掘加权社交网络的更多

结构信息。同时，3个加权社交网络的平均路径长度

均为Inf，即3个网络均为非连通网络。可说明加权

PCC由于采用了更多主特征向量，因此可以有效弥

补网络非连通部分对中心性计算的影响。 

另外还发现，加权PCC在高聚类系数的MIT 

Reality Mining数据集和NetScience网络中的优势更

明显，而在聚类系数相对低的Facebook-like social 

network中的优势并不明显。这是因为加权PCC通过

采用更多的主特征向量，能探测出加权社交网络中

的主要社团结构；而低聚类系数的网络的社团特性

相对不强，则加权PCC的优势相对不明显。 

3.3  鲁棒性分析 

社交网络中存在一类节点，它们通过关注原网

络中某些用户或给它们发垃圾邮件的方式，改变原

网络中某些节点的影响力[5]，称之为虚假粉丝。它

们与原网络节点的互动非常微弱，即链接强度很弱，

但由于改变了整个网络的结构，所以对节点中心性

的计算带来了干扰。因此很有必要度量一种中心性

指标针对虚假粉丝攻击的鲁棒性。 

本节仿真实验令原网络中真实用户节点之间的

互动关系(即链接强度)不变，同时增加20%的虚假粉

丝节点。假设这些虚假粉丝节点与其他节点之间存

在弱链接强度，然后比较加权PCC和加权EVC的鲁

棒性，实验结果如图3所示。 

图3中，y=x为比较基准，为最理想的情况，即

加入虚假粉丝后，节点中心性排序不变。若加入虚

假粉丝后，节点中心性排序在y=x周围波动得厉害，

则说明该中心性的鲁棒性较差，反之，鲁棒性较好。

由图3的结果可见，在3种加权社交网络中，加权PCC

的鲁棒性均相对较好。其中，加权PCC在节点数目

较少、聚类系数较高的MIT Reality Mining数据集网

络中的鲁棒性最好，波动最轻微，这是因为该网络

内节点间链接非常紧密，使得虚假粉丝的加入对网

络性能影响较小，从而保证节点中心性排序较为稳

定。在NetScience网络中，大约前440位节点的加权

PCC排序保持不变，而在后面节点的排序波动也小

于加权EVC。证明了加权PCC在加权社交网络中较

好的鲁棒性。在Facebook-like social network中，加

权PCC的鲁棒性存在一定优势，但并不明显，这是

由于聚类系数较低时，外来虚假粉丝的加入较明显

地改变了网络结构，使得中心性排序产生较大波动。 
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c. Facebook-like社交网络 

图3  加权PCC和加权EVC鲁棒性比较 

3.4  容错性分析 

中心性指标的容错性考虑的是网络增减一些伪

造链接时的情况[5]。这是因为社交网络数据中可能

存在噪声数据，即根据原始数据并不容易确定用户

间是否存在某种链接。由于增加和移除伪造链接的

容错性是对称的，本节实验针对移除伪造链接的情
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况进行容错性分析。检验加权中心性算法的容错性

的方法是，度量当链接被随机移除时排序的变化量
[5]，因为对于中心性算法，排序的准确性比中心性

的具体数值更重要。噪声数据对排序的影响 RI 为[5]： 

1

= | |
N

R i i
i

I R R


               (13) 

式中， iR 和 iR 分别是由原图和修改后的图得到的中

心性排序。 
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b. NetScience网络 
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c. Facebook-like社交网络 

图4  加权PCC和加权EVC容错性比较 

如图4所示，在NetScience网络和Facebook-like 

social network中，加权PCC相比于加权EVC有较小

的 RI ，即容错性较好。而在MIT Reality Mining蓝牙

交互网络中，加权PCC却表现出较差的容错性。这

是因为，在MIT Reality Mining蓝牙交互网络中，我

们将用蓝牙装备检测到另一个节点视为一条链接，

并采用2.1节的方法计算出链接强度，这样虽能全

面、准确地刻画出每两个节点间的链接强度，却同

时产生了噪声数据。这使得加权PCC虽采用更多主

特征向量，反而不能更好地识别噪声数据，造成容

错性较差。而NetScience网络和Facebook-like social 

network的链接分别为节点间的合作和信息发收，均

比较明确，所以数据集本身不含有太多噪声数据，

因而，加权PCC容错性的优势就体现出来了。这些

发现给出了启示，即本文链接强度的计算方法有待

改进，如可以通过增加门限的方法，过滤掉一些噪

声数据，这样能增加加权PCC的容错性。 

4  结  论 

确定网络中的关键节点在社交网络研究中有重

要意义。本文将无权网络中度量节点中心性的方法

PCC进行拓展，基于链接强度矩阵提出适用于加权

社交网络的中心性计算模型(加权PCC)。实验结果显

示，加权PCC在传播效率、鲁棒性和容错性比较中

优于加权EVC。此结果说明，应用PCC度量并排序

加权社交网络节点的重要程度，可有效地促进信息

的扩散，在实际应用中很有价值，如加速信息传播、

控制舆论扩散、加速移动社交网络的内容分布等。

同时，由于加权PCC针对虚假粉丝有更好的鲁棒性，

针对噪声数据有更好的容错性，使得它在实际加权

社交网络平台中是可行有效的。 
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