
 

 

运用 Dropout-LSTM模型的

新冠肺炎趋势预测

王    瑞，闫    方，逯    静*，杨文艺

(河南理工大学计算机科学与技术学院　河南 焦作　454000)

【摘要】为提高新冠肺炎 (COVID-19)趋势预测精度，该文提出一种运用 Dropout技术的长短期记忆 (LSTM)神经网络

预测新冠肺炎发展趋势的方法。该方法基于 Python语言使用网络爬虫技术获取完整的国内新冠肺炎历史数据，提高数据采

集效率的同时减少了主观原因导致的数据错误；因为新冠肺炎历史数据为时序性数据，为避免人为添加时间特征及充分挖掘

较少时序数据之间的非线性关系，该文构建了层数更多的 LSTM神经网络预测模型。随后在隐藏层中的非循环部分采用

Dropout技术，对神经元进行随机概率失活，有效解决了深度学习的过拟合问题。最后用国内累计确诊、现有确诊和累计治

愈人数对该方法进行验证，实验证明该方法可较精准预测新冠肺炎传播趋势。
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COVID-19 Trend Forecasting by Using Dropout - LSTM Model
WANG Rui, YAN Fang, LU Jing*, and YANG Wen-yi

(College of Computer Science and Technology, Henan Polytechnic University　Jiaozuo Henan　454000)

Abstract　 To  improve  the  accuracy  of  COVID-19  trend  forecasting,  a  method  of  COVID-19  trend
forecasting  by  using  dropout  and  long  short-term  memory  (LSTM)  is  proposed.  The  method  uses  web  crawler
based on python to obtain complete domestic historical data of COVID-19, which improves the efficiency of data
collection  and  reduces  data  errors  caused  by  subjective  reasons.  To  avoid  adding  time  features  artificially  and
explore the nonlinear relationship fully between the less data of COVID-19, the proposed model extends the layers
of the deep learning network. Then, the dropout technique is applied to the non-circular part of each hidden layer to
randomly deactivate neurons, preventing the neural network from overfitting. The experiment demonstrates that the
method can predict the number of cumulative confirmed cases, current confirmed cases and recovered cases.
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疫情在全球多点爆发并蔓延，已成为全球性流

行病，给各国人民的健康带来巨大威胁。通过各地

一系列防控措施，如勤洗手、公众场合戴口罩、外

出需出示健康码和通行大数据等，我国疫情得到较

好的控制，但是国外疫情仍然比较严峻，因此利用

新冠肺炎历史数据预测疫情发展趋势对制定合理的

干预防控措施有重要意义。

文献 [1-3]从多个角度为抗击疫情提供了有力

的学术支持。现有方法可分为统计学方法、动力学

方法和机器学习方法。统计学方法适合在信息不完

整的情况下使用，该方法通过部分样本的情况预测

总体趋势，而部分样本与总体传播趋势具有较大差

异性[4]，因此该方法的预测误差较大，无法准确体

现疫情传播的趋势变化。动力学方法的经典数学模

型为 SIR(susceptible  infected  recovered)模型 [5-6] 和

SEIR(susceptible-exposed-infected-removed)模型[7-8]。

动力学方法对疫情早期传播趋势有较好的预测，但

是无法对开放式流动环境下的病毒传播做出准确估

计，也无法使假设的疾病传播能力及治愈概率的常

数与实际状况相符，因此无法对疫情趋势做长期准

确的分析[9]。

随着新冠肺炎数据增多，机器学习展现出了

极大的优越性。文献 [10]在有限的数据下，通过

最小二乘准则和梯度下降算法对数据进行非线性 
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回归来预测新冠肺炎确诊人数趋势，但此方法需

要人为添加时间特征保证预测准确度。为解决上

述问题，文献 [11-13]运用自回归积分滑动平均模

型 (autoregressive  integrated  moving  average  model,
ARIMA)对新冠肺炎疫情发展状况进行了预测，

此模型对数据的时序性要求高，不需要人为添加

时间特征，但是非线性拟合能力不强，随着数据

量增加，预测效果下降。为解决上述问题，文献 [14]
建立了基于深度学习的长短期记忆模型 (long
short-term memory, LSTM)，通过 Python实现了模

型的拟合和预测，此方法在一定程度上提高了短

期新冠肺炎预测的准确度，但是有以下不足：

1)未做到对新冠肺炎发展趋势较为准确的长期预

测；2) LSTM神经网络对数据量需求较大，文中

未提供一个简单的数据采集方法；3)未考虑深层

神经网络中由于参数多和模型复杂而带来的过拟

合问题。

LSTM神经网络在趋势预测中有许多改进机

制，大致分为两类：1)针对 LSTM神经网络自身

进行改进；2)引入其他方法改进 LSTM算法。文

献 [15]针对 LSTM神经网络自身改进，网络训练

时，将输出反馈回输入端，使其二次训练达到提高

泛化能力的目的。文献 [16]利用卷积神经网络

(convolutional neural  network,  CNN)提取挖掘相邻

路口交通流量的空间关联性，通过 LSTM模型挖

掘交通流量的时序特征，将提取的时空特征进行特

征融合，实现短期流量预测。文献 [17]引入集合经

验模态分解 (ensemble empirical mode decomposition,
EEMD)，构建多层级 LSTM预测模型提升模型预

测准确率。本文提出的 Dropout-LSTM模型属于第

二种改进方法。新冠肺炎历史数据为时序性数据，

而 LSTM神经网络擅长处理时序性数据，可根据

实验效果调整具体预测的天数，达到对新冠肺炎发

展趋势预测的目的。

由于新冠肺炎历史数据较多，传统的人工搜

集方法不再适用，因此本文使用网络爬虫技术从

腾讯新闻网站中获取相关数据供本次研究使用。

考虑到新冠肺炎历史数据之间有很强的时序性，

故本文使用擅长处理时序性数据的 LSTM神经网

络作为基本模型对疫情趋势进行预测。该模型与

ARIMA模型相比有更强的非线性拟合能力，且不

需要人为添加时间特征，可最大限度地挖掘时序

数据之间的非线性关系。针对 LSTM神经网络，

新冠肺炎数据量较小，为避免在多层网络训练时

出现过拟合问题，本文构建多层 LSTM神经网

络，并引入 Dropout技术按随机概率让神经元失

活。最后使用国内累计确诊、现有确诊和累计治

愈人数验证此方法的准确性。 

1　新冠肺炎历史数据获取

针对 2020年 1月 13日−2020年 9月 12日的

244条数据，传统的人工搜集方法效率低且容易

由于主观原因导致收集的数据与真实值不符。为

避免以上问题，本文采用基于 Python语言的网络

爬虫技术[18] 获取新冠肺炎历史数据，并将其保存

至 CSV文件，以供后期实验使用。具体流程如

图 1所示。

  

是

否

确定网站

检索源码

发送请求，等待服务器响应

获取URL信息

是否成功

解析源码

获取目标内容

检查程序

保存至CSV文件

遍历页面Body内容

寻找所需数据标签

开始

结束

图 1    获取新冠肺炎历史数据流程图 

 
具体步骤为：

1) 确定需要爬取数据的网址：https://view.inews.
qq.com/g2/getOnsInfo?name=disease_other，在网页

空白处，点击 F12查看目标网站源码，找到数据

接口；

2) 向服务器发送请求，等待响应。若响应成

功，可获得 URL的信息，并保存响应结果，以便

后续对数据处理；若响应失败，需检查程序，重新
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发送请求；

3) 对源码进行解析，若解析成功，在遍历源

码 Body的基础上寻找目标内容的标签，如：日

期、累计确诊、新增确诊和累计治愈等，对目标内

容进行获取并保存至 CSV文件；若解析失败，则

需检查程序，重新解析源码。 

2　LSTM模型

每日更新的新冠肺炎历史数据属于时序性数

据，根据神经网络的特征，本文选择擅长处理时序

性数据的 LSTM神经网络作为基本模型对新冠肺

炎发展趋势进行预测，可最大限度地挖掘数据时序

性与非线性之间的关系。 

2.1　LSTM模型简介

LSTM神经网络[19] 属于循环神经网络 (recurrent
neural networks, RNN)。RNN在处理序列信息中有

良好的性能，但是当历史数据和预测数据的位置间

隔不断增大时，梯度越传越弱，上一层的网络权重

无法更新，丧失从历史数据中学习信息的能力，即

梯度消失问题。

LSTM神经网络能够解决 RNN的梯度消失问

题，是因为该网络中放置了遗忘门 ft、输入门 it 和
输出门 ot[20]。可根据式 (1)～(6)判断该数据是否符

合算法认证，符合认证的数据留下，不符合的数据

则通过遗忘门遗忘，因此 LSTM神经网络能在更

长的时序数据中有更好的表现[21]。LSTM神经网络

标准结构如图 2所示。

 
 

输出门

遗忘门

输入门xt

ft it ct

ht

Ct

ot

~

σ σ σtanh

tanh

× ×

× +

ht−1

Ct−1

图 2    LSTM网络结构
 

  

2.2　LSTM记忆单元更新

1)遗忘门

t xt

ft Ct−1

ft
ft

遗忘门负责对 时刻的输入 选择性忘记，通过

计算 控制上一单元候选状态 中的数据保留或

忘记。若 为 1，表示保留上一单元的数据；若

为 0，表示忘记上一单元的数据：

ft = σ(W f [ht−1, xt]+b f ) (1)

σ W f

ht−1 xt

b f

式中， 为 sigmoid激活函数； 为上一单元隐藏

层的输出 和当前输入数据 相乘的权重矩阵；

为遗忘门的偏置。

2)输入门

it t输入门 负责对 时刻的输入有选择性地记忆。

σ当前输入内容由式 (2)得到， 用来控制需要

更新的输入值，而输入的门控信号由式 (3)控制，

tanh用来控制当前记忆单元候选状态：

it = σ(Wit[ht−1, xt]+bi) (2)

C̃t = tanh(Wc[ht−1, xt]+bc) (3)

Wit it t xt

Wc t bi bc

式中， 为输入门 在 时刻的输入 的权重矩阵；

为新生成信息在 时刻的权重矩阵； 、 为输入

数据和新生成信息在当前单元的偏置。

t+1 Ct

ft t−1 Ct−1

it t

C̃t

传递给 时刻的状态 由两部分组成：式 (1)
得到的遗忘门 的输出与上一时刻 候选状态

之积；式 (2)得到的输入门 的输出与 时刻候选状

态 之积。此过程旨在抛弃当前单元中无用信息，

保留有用信息：

Ct = ftCt−1+ itC̃t (4)

3)输出门

ot

t+1

Ct

输出门 通过 sigmoid激活函数控制得到初始

输出，接着使用 tanh层将传递给下一时刻 的状

态 缩放至 (−1,1)上，最后与初始输出相乘得到最

终输出结果：

ot = σ(Wot[ht−1, xt]+bo) (5)

ht = ot tanh(Ct) (6)

Wot ot bo式中， 为输出门 的权重矩阵； 为偏置。 

3　Dropout技术

新冠肺炎历史数据量的大小是相对的，即对

传统的人工搜集方法来说，新冠肺炎历史数据量

较大，搜集较为麻烦；但是对于网络规模较大的

LSTM神经网络来说，新冠肺炎历史数据量较

小，较小的数据量输入较复杂的 LSTM神经网络

容易出现过拟合现象，即在训练集上精确率很高，

在测试集中精确率却较低。在数据没有过拟合的

前提下，调参很容易实现更高程度的拟合，但是

会出现过拟合问题，无论如何调参，测试集的准

确度依然不高。过拟合问题严重影响了模型的预

测精度，为解决模型在训练时出现的过拟合问
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题，提高模型的训练精确度，本文引入 Dropout
技术。

Dropout是一种防止过拟合技术，分为权重

Dropout和神经元 Dropout。权重 Dropout选择神经

层权重矩阵中的部分权重使之失活，而神经元Dropout
则是选择神经层中部分神经元使之失活[22]。图 3为
神经网络运用 Dropout技术前后对比，图 3a为标

准神经网络，图 3b为运用 Dropout技术后的神经

网络。

 
 

a. 标准神经网络 b. 运用Dropout技术后

图 3    运用 Dropout技术前后对比 

 
本文选择神经元 Dropout技术按照概率把部分

神经元的激活值设置为 0，随机使其失活，虚线部

分表示失活后的神经元无法参与网络训练，这样可

减弱神经元节点间的联结，提高模型泛化能力，减

轻过拟合问题。

Dropout技术在测试集上不需要使用。因为在

测试阶段并不期望输出结果是随机的，若在测试阶

段使用 Dropout技术可能会导致预测值产生随机变

化 (因为 Dropout使节点随机失活)，预测值会受到

干扰。 

4　Dropout-LSTM模型
 

4.1　Dropout-LSTM模型微观层面

x

y

ht

x

如图 4所示， 为 LSTM神经网络输入信息，

为输出信息，每个矩形代表一个 LSTM神经元。

Dropout技术应用于 LSTM神经网络，必须置放于

网络的非循环部分，否则信息会随着循环丢失。这

是因为：若把 Dropout技术设置在隐藏状态上，即

图中实线部分，每经一次循环，剩余信息便会以概

率 P丢失，也就是对式 (6) 随机进行置 0操作。

若序列较长，循环次数较多，到最后信息早已丢

失。把 Dropout技术设置在输入信息 上，那么

Dropout技术造成的信息丢失与循环次数无关，只

与网络层数相关。

同一层神经元不同时刻之间的信息传递不使

用 Dropout技术，而在同一时刻层与层之间的神经

元传递信息时使用，将其神经元按照一定概率 P随

t−2

xt−2

t−2

t t

机置 0，使其失活。如图中粗线部分所示： 时

刻的输入 先传入第一层 LSTM神经网络，此过

程使用 Dropout技术，信息从第一层的 时刻传

到 时刻不进行 Dropout技术；接着从第一层的

时刻向第二层神经网络传递信息时使用 Dropout
技术。

  

xt+2xt+1xt−1xt−2 xt

yt+2yt+1yt−1yt−2 yt

图 4    Dropout-LSTM模型微观图 

  

4.2　Dropout-LSTM模型宏观层面

x0, x1, · · · , x243

LSTM神经网络实施 Dropout技术宏观结构如

图 5所示， 为输入数据。虚线圆表示

采用 Dropout技术后随机失活的神经元，虚线箭头

表示失活后的神经元不传递信息。
  

x
243

x
1

x
0

输入层 LSTM层1 LSTM层2 输出层LSTM层k

⋯ ⋯ ⋯ ⋯

图 5    Dropout-LSTM模型宏观图 

 

加入 Dropout技术的 LSTM神经网络具体工作

步骤为：

1)设定随机概率 P，使网络中的每一层神经元

按照随机概率 P失活，但是不删除这些失活的神经

元，停止工作的神经元不参与网络训练中的正向传

播，输入神经元和输出神经元保持不变；

x2)将信息 输入 Dropout-LSTM模型进行从输

入层到输出层的正向传播，计算并存储神经网络的

中间变量；沿着从输出层到输入层的顺序根据损失

函数进行反向传播，计算并存储神经网络的中间变

量和梯度参数；在未失活的神经元上更新相关参数；

3)恢复失活神经元，此时刚恢复活性的神经元

保持原样，而未失活的神经元参数经过上一轮过程

已更新，重复步骤 1) ～2)。
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通过随机忽略隐藏层神经元，可避免 LSTM
神经网络过度依赖某些局部特征，一定程度上降低

了迭代过程中的过拟合现象。 

5　实验过程
 

5.1　实验环境

在Windows8.1系统中使用 Pycharm，Python3.6
为实验平台，运用 Tensorflow深度学习框架所提供

的 LSTM 神经网络用于仿真实验。 

5.2　实验数据及其预处理 

5.2.1　实验数据说明

实验数据均由网络爬虫技术在腾讯网站获取。

日期范围为 2020年 1月 13日−2020年 9月 12日，

共计 244条数据，将其按照训练集 214条数据、测

试集 30条数据划分，针对国内累计确诊、现有确

诊、累计治愈人数进行预测。 

5.2.2　实验数据预处理

1) 数据提取、划分：在爬取到的新冠肺炎历史

数据 CSV文件中提取出来日期和累计确诊两列，

将累计确诊列以矩阵形式表示：

X = [x0, x1, · · · , x243]T (7)

训练集、测试集为：

Xtrain = [x0, x1, · · · , x213]T (8)

Xtest = [x214, x215, · · · , x243]T (9)

2) 数据归一化处理：为缩短模型训练时间，加

速 loss下降，对训练数据和测试数据分别进行归一

化处理，这样可以最大程度保留数据特征，更好拟

合新冠肺炎数据之间的非线性关系。本文采用最大

最小归一化方法对数据进行处理：

xnorm =
x− xmin

xmax− xmin
(10)

x xmax xmin

Xntrain Xntest

式中， 代表样本数据； 、 分别代表训练数

据或测试数据中的最大值和最小值。设归一化处理

后的训练集和测试集为 和 ，对现有确诊

和累计治愈数据做同样处理。 

5.3　LSTM模型参数

本文提出的模型由 1个输入层、多个隐藏层

和 1个输出层组成。上一个隐藏层的输出作为下一

个隐藏层的输入，输入层与隐藏层共同实现输入数

据特征的提取，最后一个隐藏层的输出为一维列向

量，经线性回归即得到处理后的预测值[23]。经反复

实验，最终超参数设置如下：激活函数为 Linear、
迭代次数为 15 000，隐藏层为 100，Dropout为 0.05，

学习率为 0.000 1，优化器为 Adam。 

5.4　实验流程

目前缺乏利用深度学习对新冠肺炎发展趋势预

测的研究，这是因为：1)深度学习对数据量要求较

高，利用传统手工搜集方法不易获取相关数据；

2)训练过程中易出现过拟合问题，严重影响预测精

度。在已有的 LSTM神经网络用于新冠肺炎预测

的研究中，有以下不足：1) 未提供简单的数据获取

方法；2) LSTM层过少，不能充分挖掘时序数据之

间的非线性关系；3) 未考虑过拟合问题给实验结果

带来的影响。针对以上问题，本文利用网络爬虫技

术获取新冠肺炎历史数据组成实验数据集；在网络

层上构建层次更深的 LSTM新冠肺炎发展趋势预

测模型；在每个 LSTM单元构成的隐含层中的非

循环部分采用 Dropout技术对神经元进行随机概率

失活，有效避免 LSTM神经网络中的过拟合问

题。本文实验流程图如图 6所示。

 
 

训练模型

网络爬虫技术获取数据

数据预处理：提取、归一化、划分

深度LSTM网络

Dropout技术

优化后的模型

建立LSTM层

记忆单元更新

计算误差

开始

结束

全国疫情累计确诊数据文件

确定训练集 确定测试集

图 6    运用 LSTM的全国累计确诊预测流程
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6　实验结果分析
 

6.1　实验评价指标

本文预测评价指标采用平均绝对百分误差

(mean absolute percentage error, MAPE)、平均绝对

误差 (mean absolute error, MAE)和均方根误差 (root
mean square error, RMSE)衡量：

MAPE =
1
n

n∑
i=0

∣∣∣∣∣yi− yp

yi

∣∣∣∣∣×100% (11)

MAE =
1
n

n∑
i=0

|yi− yp| (12)

RMSE =

√√
1
n

n∑
i=0

(yi− yp)2 (13)

yi yp式中， 表示真实值； 表示预测值；n表示待预

测的新冠肺炎天数，即 30。 

6.2　模型预测结果

为证明本模型 (Dropout-LSTM模型)的普遍适

用性与优越性，运用 ARIMA模型、LSTM模型分

别对 2020年 8月 14日−2020年 9月 12日的国内

累计确诊、现有确诊和累计治愈数据进行预测，并

与 Dropout-LSTM模型预测结果进行对比。Dropout-
LSTM模型预测值和误差如表 1所示，3种模型的

可视化对比如图 7所示。
 
 

表 1    全国新冠肺炎发展趋势预测
 

日期
全国累计确诊/人 全国现有确诊/人 全国累计治愈/人

日期
全国累计确诊/人 全国现有确诊/人 全国累计治愈/人

真实值 预测值 误差 真实值 预测值 误差 真实值 预测值 误差 真实值 预测值 误差 真实值 预测值 误差 真实值 预测值 误差

8.14 89 695 89 690 −5 1 580 1 576 −4 83 407 83 412 5 8.29 90 351 90 332 −19 675 675 0 84 948 84 918 −30
8.15 89 761 89 755 −6 1 492 1 489 −3 83 559 83 561 2 8.30 90 383 90 364 −19 649 650 1 85 005 84 974 −31
8.16 89 859 89 851 −8 1 501 1 498 −3 83 648 83 648 0 8.31 90 402 90 382 −20 614 615 1 85 058 85 026 −32
8.17 89 926 89 916 −10 1 479 1 476 −3 83 737 83 735 −2 9.1 90 422 90 402 −20 569 570 1 85 122 85 088 −34
8.18 89 980 89 969 −11 1 410 1 407 −3 83 858 83 853 −5 9.2 90 442 90 421 −21 539 540 1 85 169 85 134 −35
8.19 90 013 90 001 −12 1 273 1 271 −2 84 027 84 018 −9 9.3 90 475 90 454 −21 529 530 1 85 211 85 175 −36
8.20 90 053 90 041 −12 1 215 1 213 −2 84 122 84 111 −11 9.4 90 498 90 476 −22 506 507 1 85 257 85 220 −37
8.21 90 103 90 089 −14 1 133 1 131 −2 84 254 84 240 −14 9.5 90 517 90 495 −22 468 469 1 85 314 85 276 −38
8.22 90 141 90 127 −14 1 052 1 051 −1 84 372 84 355 −17 9.6 90 551 90 528 −23 464 465 1 85 350 85 311 −39
8.23 90 182 90 167 −15 1 018 1 017 −1 84 446 84 428 −18 9.7 90 573 90 550 −23 454 455 1 85 380 85 340 −40
8.24 90 205 90 189 −16 971 970 −1 84 516 84 496 −20 9.8 90 582 90 558 −24 431 433 2 85 411 85 370 −41
8.25 90 239 90 223 −16 894 893 −1 84 626 84 603 −23 9.9 90 595 90 571 −24 419 420 1 85 436 85 395 −41
8.26 90 271 90 254 −17 836 836 0 84 715 84 690 −25 9.10 90 623 90 598 −25 403 405 2 85 480 85 438 −42
8.27 90 301 90 283 −18 780 780 0 84 799 84 773 −26 9.11 90 643 90 618 −25 398 400 2 85 505 85 462 −43
8.28 90 323 90 305 −18 715 715 0 84 883 84 855 −28 9.12 90 666 90 641 −25 392 394 2 85 533 85 490 −43
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图 7    新冠肺炎预测效果
 

 

误差为预测值与真实值之差。误差为负，代表

预测值小于真实值；误差为正，代表预测值大于真

实值。本文针对 30天的数据进行预测，当预测日

期后移时，将预测日期之前的数据加进来。若仅用

当前数据去预测未来两个月甚至更久，从表 3可看

出误差有恶化趋势，选择适当的预测天数和日渐增

多的数据量可解决误差趋势恶化问题。

若仅预测 30天的数据，恶化程度是可控的，
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误差会固定在一定区间，对基数较大的累计确诊数

和累计治愈，数据误差区间为 [−25, −5]和 [−43, 8]，
基数较小的现有确诊误差仅为 [−4, 2]。随着新冠肺

炎数据量增多，神经网络预测也会更加准确。

由图 7可明显看出，累计确诊和累计治愈真实

值总体呈上升趋势，现有确诊真实值呈下降趋势。

对 3组数据分别进行预测时，ARIMA模型预

测曲线与真实值曲线差别均较大，拟合效果较差。

这是因为 ARIMA模型网络结构较简单，非线性拟

合能力较弱。LSTM模型拟合效果次之，这是因为

虽然 LSTM神经网络对时序数据有较好的拟合能

力，但是出现了过拟合问题，无论如何调参，测试

集的准确度依然不高。Dropout-LSTM模型预测曲

线与真实值曲线最接近，尤其是在现有确诊预测

中，几乎与真实值曲线重合，这是因为添加 Dropout
技术后解决了 LSTM神经网络中的过拟合问题，

从而提高了准确度。 

6.3　评价指标对比

为进一步说明 Dropout-LSTM模型具有较高的

拟合能力，采用ARIMA模型、LSTM模型和Dropout-
LSTM模型对 3组数据分别进行预测，表 2对其

MAPE、MAE和 RMSE进行了对比。
 
 

表 2    评价指标对比
 

类别 模型 MAPE/% MAE RMSE 时间/s

累计确诊

ARIMA 0.320 288.458 289.403 290
LSTM 0.221 199.453 200.437 223

Dropout-lSTM 0.019 16.793 17.849 229

现有确诊

ARIMA 9.330 63.816 63.945 267
LSTM 3.588 25.551 25.566 252

Dropout-lSTM 0.203 17.034 17.162 266

累计治愈

ARIMA 0.681 577.583 583.498 302
LSTM 0.252 227.256 228.230 248

Dropout-lSTM 0.029 24.449 28.077 323

 
 

从模型角度看，Dropout-LSTM模型的MAPE、
MAE和 RMSE在 3组数据中均有明显下降，说明

误差降低，准确率提高，排除了只对一组数据有较

好预测效果的可能。这是因为 Dropout技术使神经

元按照一定概率失活，神经网络不会偏向于某一个

节点，从而使每一个节点的权重不会过大，减轻

了 LSTM神经网络的过拟合现象，提高了预测准

确度。从时间角度看，LSTM模型训练时间最短，

这是因为 LSTM神经网络共享参数，节省了训练

时间；而 Dropout-LSTM模型比 LSTM模型训练时

间长，这是因为神经元按照随机概率失活后，神经

网络结构变得更“粗糙”，为使曲线更平滑地到达

理想值，收敛到全局最优，增加了训练时间。

虽然向 LSTM模型中接入 Dropout技术增加了

网络训练时间，但是随着数据量增多，需要的网络

层数、训练轮数会相应减少，过拟合问题也会减

轻，使网络训练在可接受的时间内完成。 

7　结 束 语
本文提出的运用 Dropout-LSTM模型预测新冠

肺炎发展趋势的方法，通过网络爬虫技术获取新冠

肺炎数据用于实验，解决了人工搜集方法的不足，

提高了数据收集速度；构建层数更多的 LSTM神

经网络用于国内累计确诊、现有确诊和累计治愈的

预测，在此基础上引入 Dropout技术对神经元进行

随机概率失活，有效避免了神经网络过拟合问题，

充分挖掘了数据的时序性与非线性关系。通过全国

累计确诊、现有确诊和累计治愈人数验证了运用

Dropout-LSTM模型对新冠肺炎趋势预测是完全可

行的，并且准确度较高。
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