
 

 

结合邻域知识的文档级关键词抽取方法
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【摘要】基于编码器−解码器 (encoder-decoder)框架的生成式方法在关键词抽取任务上得到了广泛应用并取得了较好的

性能，然而该方法面临的主要挑战为建模有效的文档向量表示，及生成覆盖整个文档主题的关键词集合，这些挑战都会直接

影响关键词抽取的结果。该文提出了结合邻域知识的文档级关键词抽取模型以应对这些挑战。具体来说，通过给指定文档添

加少量的最近邻样本，原文档被扩展为一个文档集合。基于单词之间的距离将文档集合中的每个文档构建成词图，合并集合

中的所有词图形成一个大图，然后利用图卷积网络进行编码。解码端引入了上下文修改机制和覆盖机制，使模型能够生成更

加多样化的关键词来覆盖文档包含的所有主题。最后在 4种数据集上分别与现有的基准模型进行对比，实验结果表明该方法

能够有效提升关键词抽取的性能。
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Abstract　 Encoder-decoder-based  generative  approaches  have  been  widely  used  and  achieved  good
performance for keyphrase extraction tasks. However, the main challenges of the encoder-decoder-based approach
are  modeling  an  effective  document  vector  representation  and  generating  a  set  of  keyphrases  covering  the  entire
document  topic,  which  can  directly  affect  the  keyphrase  extraction  results.  In  this  paper,  a  document-level
keyphrase  extraction  model  incorporating  neighborhood  knowledge  is  proposed  to  address  the  challenges
mentioned  above  simultaneously.  Specifically,  the  original  document  is  extending  to  a  document  set  by  adding
some nearest-neighbor documents.  Then, each document in the set is constructed into a word graph based on the
distance between words, and all  the word graphs in the set are merged into a large graph, which is then encoded
using graph convolutional networks. Besides, to fully cover diverse keyphrases and topics, the context modification
mechanism and coverage mechanism are introduced at the decoding step. Finally, by comparing with the existing
baseline model on four benchmark datasets, the experimental results show that the method can effectively improve
the performance of extracting keyphrases.

Key  words　 deep  learning;　 encoder-decoder  framework;　 graph  convolutional  network;　 graph  neural
networks;　keyphrase extraction;　neighborhood knowledge
  

关键词抽取技术是一种从文本中抽取主题和一

些重要短语的技术，可以帮助阅读者快速了解文本

中最有价值的信息[1]。一篇文档的关键词通常是几

个单词或者短语，可以作为该文档主要内容的提

要。近几十年来，自动抽取关键词的任务受到了广

泛关注[2]。另外，由于关键词具有表达简洁、精准

的特点，被广泛用于自然语言处理领域中的下游任

务，比如文本摘要、情感分析以及文本聚类等[3]。

最传统的关键词抽取方法基于 TF-IDF，它能

识别出在当前文档中频繁出现，但在整个文档集合

中不会频繁出现的单词，即该文档的重点单词。还

有基于图的排序方法[4]，它首先从文档构造一个词 
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图，然后用基于随机游走的方法 (如 PageRank)确
定关键词的重要性。通过构建词图，这些方法可以

有效地识别最显著的关键词。近年来，基于端到端

神经网络的关键词抽取方法受到越来越多的关注。

文献 [2]将关键词抽取视为一项序列标注任务，并

提出了一种联合层 RNN的模型。文献 [5]首先提

出了一种用于关键词抽取的编码器−解码器框架，

并在框架中引入了注意力机制，使模型基于输入的

文档来输出对应的关键词。文献 [6]进一步提出了

一个基于 CNN的模型来完成这项任务。文献 [7]
提出了一种标题指导的 seq2seq网络来加强隐式文

档表示。另外，为了考虑生成的关键词之间的关

系，文献 [8]使用了自适应奖励的强化学习方法。

文献 [9]指出了关键词生成中第一个词的重要性。

文献 [10]利用了聚类的方法来过滤掉无意义的候

选关键词。

基于端到端的神经网络方法还面临两个重要挑

战：1) 建模有效的文档向量表示。文档向量表示能

够直接决定解码器的输出结果，影响整个模型的效

果；2) 生成全面并准确覆盖整个输入文档主题的关

键词集合。为了解决以上问题，本文提出了结合邻

域知识的文档级关键词抽取方法。在编码端给定一

个文档，基于该文档与相似文档的相关信息以及文

档内部单词之间的距离构建出文档的图结构，将相

同的单词聚合到一起用同一个节点表示。在解码端

设计了一种多样化指针网络，从原文档的词图中动

态地选择相关的单词构成强概括性且不重复的关键

词，极大优化了解码器端的性能。实验结果表明，

相比传统非监督学习方法和经典的深度学习方法，

结合邻域知识的文档级关键词抽取模型可以有效提

升抽取结果的相关指标。 

1　研究方法

本文模型由检索器、编码器及解码器组成。编

码器采用了图卷积神经网络 (graph  convolutional
networks, GCN)[11] 进行编码，解码器以关键词为单

位逐个生成关键词。编码器和解码器的结构示意图

分别如图 1和图 2所示。
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图 1    编码器结构的示意图
 

 
 

1.1　检索器

χ = {x, x1, · · · , xk}

输入指定文档，找到与该文档相似的邻域文

档，邻域文档表示在局部空间中与指定文档靠近的

文档。邻域文档可以给原文档提供额外的领域知识

上下文信息。即给定文档 x，利用相似文档检索技

术检索出 Top-K个邻域文档，原文档 x被扩充为文

档集合 ，作为输入文档的增强上下

文知识数据。相似文档检索技术的核心依赖于两个

文档相似度的评估功能。本文使用余弦相似度方法

来度量文档 xi 和文档 xj 的相似度，并引入 TF-
IDF指标来度量文档中单词的重要性，最后计算出

基于加权的文档词项向量的余弦相似度分数，其计

算公式为：

simdoc(xi, x j) =
xi · x j

|xi| ×
∣∣∣x j

∣∣∣ (1)
 

1.2　编码器
 

1.2.1　图构建

G = (V,E)

不同于传统的基于图排序的方法如 TextRank
和其他图卷积神经网络方法如 GAT[12]。模型采用

一个有向完全图来表示文档的结构关系[13]，把文档

中多次出现的同一个词用唯一节点表示，然后利用

节点在文档中的结构关系强度，加权得到节点之间

的边。通常，设 为有向完全图，其中
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A ∈ {←−A,−→A}

A ∈ {←−A,−→A}
wi w j

V和 E分别表示节点集合和边集合，邻接矩阵表示

为 。假设文档中的单词经常出现在一起

即两个单词彼此越靠近，关系就越强，具有更强的

语义关系。该方法扩展了传统的邻接矩阵，使其具

有更丰富灵活的节点关系信息。邻接矩阵

中的两个词节点 和 的边权重大小定义为：

←−
A i j =

∑
pi∈P(wi)

∑
p j∈P(w j)

relu
(

1
pi− p j

)
(2)

−→
A i j =

∑
pi∈P(wi)

∑
p j∈P(w j)

relu
(

1
p j− pi

)
(3)
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图 2    解码器结构的示意图
 

 

P(wi)

A
Â = A+ I D̂

D̂ii =
∑

j

Âi j Ã = D̂−1/2 ÂD̂−1/2

Ã

式中， 表示文档中单词 wi 的位置偏移量集

合，ReLU激活函数的目的是选择出有效的单向信

息，帮助编码器识别出节点序列的顺序信息。完全

图的特性确保文档中单词之间都是相互关联的，因

此给每个单词都提供了全局视角的上下文信息。为

了使模型在迭代过程中信息传输更加稳定有效，将

邻接矩阵 的对角元素设置为 1，给每个节点添加

了自环，即 。然后引入度矩阵 ，其中

，最后计算 ，得到归一

化的邻接矩阵 。 

1.2.2　图卷积神经网络

图卷积神经网络 (GCN)是一个直接对图进行

操作的多层神经网络，能够根据图内部节点中邻居

节点的属性来归纳学习当前节点的嵌入向量表示。

图卷积神经网络中一个卷积层能够捕获到每个节点

的直接邻居信息，如果堆叠多层卷积网络就能够聚

集到更大范围的邻域节点信息。因此一旦完成了文

Hl

fl (Hl)

档图构建操作，便把整个图输入到一个多层图卷积

神经网络中。每个卷积层通常包含两个阶段，第一

个阶段聚合每个节点的所有邻居节点信息，在第二

个阶段中，每个节点根据当前节点表示和聚合信息

表示来更新自身的节点表示，两个阶段共同实现了

一次完整的信息传输和聚合流程。给定节点矩阵表

示 ，l表示当前卷积层的下标，图中所有节点的

聚合和更新过程用函数 表示，则有：

fl (Hl) =
←−̃
AHl
←−
Wl+

−→̃
AHl
−→
Wl+HlWl (4)

←−
Wl

−→
Wl Wl

←−
Wl

−→
Wl

hl(X) = (X ∗W+

b)⊗σ(X ∗V+ c) σ ⊗

式中， 、 、 为第 l层的可训练参数，两个有

向矩阵 、 捕获了图中双向序列信息。因此通

过两个有向邻接矩阵聚合了每个节点中具有序列属

性的邻域信息。节点表示更新完成之后，受到文

献 [14]的启发，引入卷积网络门控单元和残差学

习框架，其中卷积网络门控单元用公式

表示， 表示 sigmoid函数， 表示

矩阵中的点乘操作。结合残差学习框架后，扩展了
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节点表示的更新结果，即：

Hl+1 = Hl+ fl (Hl)⊗σ (gl (Hl)) (5)

gl fl
H0

门控单元内部的函数 具有和 相似的网络结

构。 初始化为单词的嵌入表示，作为模型的初

始输入。 

1.2.3　文档聚合

针对编码器端最后一层 HL 中属于原文档的节

点，模型采用多头自注意力机制[15] 线性转换原文

档中出现的单词表示，计算均值并拼接得到文档的

向量表示 c，则有：

c =
T
||

t=1
Attention(Q,K,V)HL (6)

Attention(Q,K,V) = softmax
(

QKT
√

dk

)
V (7)

实验中设置多头的数量为 4，即 T = 4。 

1.3　解码器

解码器是该方法的重要组成部分，文档通过编

码器得到文档的向量表示。基于文档表示，解码器

将连续生成多个具有多样性且完整覆盖文档主题的

多个关键词。本节将详细介绍用指针网络来实现解

码器的方法，并说明引入的上下文修改机制以及覆

盖机制的原理和作用。 

1.3.1　指针网络

t

指针网络[16] 是一种学习输出序列的条件概率

的网络结构，能够解决可变大小输入字典的问题。

因此输入文档表示，解码器就能从输入文档的字典

范围中生成多个高质量关键词，满足关键词抽取任

务的要求。和大多数 seq2seq框架一样，解码器首

先使用 RNN框架来依次输出每一时刻 的网络隐藏

状态，则有：

h(i)
t = RNN

(
y(i)

t−1,h
(i)
t−1

)
(8)

h(0)
0

h(i)
0

y(i)
t−1 y(i)

t−1

h(i)
t−1

t h(i)
t

x j y(i)
t

式中，i和 t分别表示第 i个关键词和第 i个关键词

中的第 t个单词。用文档表示 c来表示 作为解

码器的初始输入。然而在解码的过程中 应该会

随着关键词 i动态变化，下个小节将重点解决这个

问题。另外， 表示上一时刻预测出单词 的节

点表示， 表示上一时刻 RNN的隐藏状态。因

此利用 时刻 RNN的隐藏状态 ，原文档中出现

过的单词节点表示 ，以及指针网络来选取单词 ：

e(i)
t, j = vT tanh

(
Whh(i)

t +Wxx j+ b
)

(9)

P
(
y(i)

t

)
= softmax

(
e(i)

t

)
(10)

j ⩽ |V |

e(i)
t ∈ R|V | vT

Wh Wx b
t

y(i)
t

指针网络使用注意力机制来计算每个单词节

点 xj 的分数， 表示选择单词的范围只局限在

原文档中。然后使用 softmax函数归一化向量

，输出单词节点的概率分布。其中， 、

、 、 是模型中的可学习参数。选择概率分布

中具有最大概率的单词节点作为模型 时刻生成的

单词 。
 

1.3.2　上下文修改机制

i

h(i)
0

文档表示 c作为解码器端的唯一输入，对解码

器的生成效果有至关重要的影响。如果文档表示始

终保持不变，将会导致模型生成重复的关键词，并

使模型生成的候选关键词集合的语义变得复杂冗

余。因此，当模型生成第 个关键词之前，本文引

入了上下文修改机制[13] 动态地修改上下文表示 ：

y(i)
0 =Wy

[
c, y(1:i−1)

]
+ by (11)

h(i)
0 = tanh

(
Wh

[
c, y(1:i−1)

]
+ bh

)
(12)

y(1:i−1)

y(:)

式中， 表示过去生成的所有关键词表示的均

值，初始化 为向量 0。因此，上下文修改机制能

够促使模型生成多个拥有丰富语义的关键词来覆盖

文档的所有主题，解决模型过度生成的问题。 

1.3.3　覆盖机制

在关键词抽取任务中，多个关键词通常对应原

文中不同的位置，已经被模型选择过的单词应该尽

量避免多次被模型选中。为了避免这个问题，模型

引入了覆盖机制[17]，灵活调节每个关键词的概率分

布，确保原文中所有的重要区域都能够被模型重点

关注并且被总结为关键词。

c(i)
j

c(i)

c(i)
j

具体来说，该模型维护一个词汇级别的覆盖向

量 c(i)[13]，首先记录所有单词的独热 (one-hot)编码

表示，即解码器生成单词的对应节点位置记为 1，
其余位置为 0，然后计算过去生成关键词的独热编

码总和来得到当前时刻的 。直观而言可以把

看作是目前为止原文档中所有单词从模型得到

的一种关注程度，即覆盖程度。 计算方式为：

c(i)
j = c(i−1)

j +
∑

t

o(i−1)
t, j (13)

c(i)
j ∑

t

o(i−1)
t, j

式中， 表示模型生成到第 i个关键词为止，第

j个候选单词的覆盖程度； 表示上一时刻生

成的关键词中，第 j个单词的覆盖值大小。最后更

新指针网络为：

e(i)
t, j = vT tanh

(
Whh(i)

t +Wxx j+Wcci
j+ b

)
(14)

554 电  子  科  技  大  学  学  报 第 50 卷



Wc式中，新增的 是可学习参数。 

1.4　训练

P = {pi}Mi=0

给定一个数据样本，其中包括原文本 x和对应

的关键词集合 ，模型的目标是最小化目标

单词的负对数似然函数，损失函数的计算方法

如下：

loss = − 1
M

M∑
i=0

Ti∑
t=0

log
(
p
(
yi

t | yi
1:t−1,y

(1:i−1), c
))

(15)

另外，训练和解码的过程中在关键词的末尾添

加“EOS”符号来让模型停止生成多余的单词。 

2　实验及结果分析
 

2.1　数据集

使用 4个科学文献基准数据集来评估模型的效

果，包括 KP20k、Inspec、Krapivin以及 SemEval。
对 KP20k数据集做了预处理，删除了其中重复的

数据，最终保留了 509 818个训练集样本，20 000
个验证集样本以及 20 000个测试集样本。并且有

模型都是基于 KP20k数据集进行训练。模型训练

完成之后，在 4个基准的测试集上测试了所有模

型。数据集的统计结果如表 1所示。
 

表 1    数据集统计表
 

数据集 总数量 验证集 测试集

Inspec 2 000 1 500 500
Krapivin 2 303 1 903 400
SemEval 244 144 100
KP20k 549 818 20 000 20 000

 

2.2　对比模型和评价指标

首先分别采用以下几个经典的关键词抽取算法

作为本文模型的对比模型，其中包括 4种无监督关

键词抽取算法 (Tf-Idf、TextRank、SingleRank[18]、
ExpandRank[18])和其他基于监督的关键词抽取算法

(Maui[19]、RNN[5]、CNN[6]、CopyRNN[5])。
为了评价每种模型的表现，采用 F1 分数作为

评价指标。F1 指标由召回率 R、精确度 P计算得

到，计算方式如下：

F1 =
2PR
P+R

(16)

最后，模型使用英文分词算法 (porter stemmer)
处理关键词，决定关键词之间是否匹配。 

2.3　实验结果

表 2总结了不同的关键词抽取算法在 4个基准

数据集上的表现情况，给出了前 5位和前 10位的

F1 结果，并且使用粗体显示最好的分数。

 
 

表 2    不同模型在 4种基准数据集上的关键词抽取性能
 

模型
Inspec Krapivin SemEval KP20k

F1@5 F1@10 F1@5 F1@10 F1@5 F1@10 F1@5 F1@10

Tf-Idf 0.223 0.304 0.113 0.143 0.120 0.184 0.105 0.130
TextRank 0.229 0.275 0.172 0.147 0.172 0.181 0.180 0.150
SingleRank 0.214 0.297 0.096 0.137 0.132 0.169 0.099 0.124
ExpandRank 0.211 0.295 0.096 0.136 0.135 0.163 N/A N/A

Maui 0.040 0.042 0.249 0.216 0.044 0.039 0.270 0.230
RNN 0.000 0.000 0.002 0.001 0.004 0.003 0.138 0.009
CNN 0.088 0.069 0.141 0.098 0.162 0.127 0.188 0.203

CopyRNN 0.292 0.336 0.302 0.252 0.291 0.296 0.328 0.255
ours 0.357 0.401 0.360 0.292 0.364 0.342 0.358 0.279

 
 

首先将本文的模型与传统的关键词抽取算法进

行比较，结果显示本文的模型在所有测试集上都取

得了明显的提升效果。另外，本文模型相较于常见

的基于端到端的深度学习方法也有了更进一步提

升，说明本文模型引入了文档邻域知识，图卷积方

法以及多种多样性机制确实学习到了有效的文档向

量表示，并使生成的关键词尽可能多地覆盖了文档

主题。本文的模型相较于各对比模型都有着良好的

关键词抽取效果，证明了该模型的有效性。
 

2.4　消融实验

为了验证上下文修改机制和覆盖机制对关键词

抽取任务的性能影响，在 Inspec数据集和 Krapivin
数据集上对模型进行消融实验。其中，“-ConModify”
表示不使用上下文修改机制，即模型在解码的时候

不参考之前生成的关键词内容来修改文档向量表

示。“-CovMech”表示不使用覆盖机制即每当解

码器生成关键词单词的时候，不再记录所有单词

one-hot编码总和。“ -Neither”表示两者都不使
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用。从表 3中能看到如果模型单纯添加了覆盖机制

的情况下即“-ConModify”，相比于“-Neither”方法

能够在 Krapivin数据集上得到更好的效果，然而

在 Inspec数据集上的效果却降低了。如模型仅仅增

加了上下文修改机制即“-CovMech”，结果表明

上下文修改机制在两种数据集上都能给模型带来更

好的关键词抽取效果。相较于“-Neither”方法，

当同时加入上下文修改机制和覆盖机制，模型的关

键词抽取效果得到了提升，说明当前两种机制存在

很强的互补关系，并且进一步增强了模型的鲁棒性。

 
 

表 3    消融实验
 

模型
Inspec Krapivin

F1@5 F1@10 F1@5 F1@10

Our 0.357 0.401 0.360 0.292
-ConModify 0.331 0.360 0.347 0.279
-CovMech 0.343 0.376 0.355 0.284
-Neither 0.335 0.365 0.342 0.266

 
  

2.5　参数分析

编码器端使用了图方法来对所有文档进行建模

和编码。为了深入研究模型的效果，分析不同

GCN层数对模型效果的影响。实验结果如表 4所
示，结果显示当编码端只有一层 GCN的时候，图

中的节点无法从邻居节点得到足够的有效信息。在

设置 2层 GCN的情况下，模型在 Inspect数据集上

取得了较好的效果。直到在实验中设置了 6层
GCN的情况下，模型在 Inspec和 SemEval数据集

上同时达到了出色的效果。

 
 

表 4    GCN层数对模型效果的影响
 

GCN层数
Inspec SemEval

F1@5 F1@10 F1@5 F1@10

1-layer GCN 0.339 0.377 0.310 0.307
2-layer GCN 0.352 0.402 0.334 0.328
4-layer GCN 0.346 0.391 0.358 0.337
6-layer GCN 0.357 0.401 0.364 0.342
8-layer GCN 0.350 0.395 0.361 0.339

 
 

实验结果表明随着 GCN层数的增加，模型效

果会逐渐提升。然而过多的 GCN层数会导致整个

图中的节点出现同质化的负面效果，导致模型性能

下降。另外，通常情况下 2层 GCN会得到较好的

拟合效果，然而卷积网络门控单元和残差学习框架

来缓解 GCN的过拟合过程，并最终取得了更好的

关键词抽取效果。 

3　结 束 语
针对关键词抽取任务，本文提出了一种结合邻

域知识的文档级关键词抽取方法。为了更好地建模

输入文档的向量表示和生成覆盖文档所有主题的关

键词集合，计算文档之间的相似度并选择部分最近

邻文档作为原文档的邻域知识。然后根据每个文档

中单词之间的长短程关系构建词图，合并输入文档

和邻域文档的词图，利用图卷积网络完成编码过

程。最后采用指针网络完成解码过程。模型引入上

下文修改机制和覆盖机制，共同避免模型生成重复

的关键词。在多种数据集上进行关键词抽取任务的

对比实验，结果证明结合邻域知识的文档级关键词

抽取模型能够有效提升关键词抽取任务的效果。
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