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基于图网络的集群运动预测研究

王    瑞，崔佳梅，张    越，郑    文*
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【摘要】集群动力学是软物质领域的研究热点和前沿视角，集群运动的同步机制存在着丰富的潜在规律和应用价值。该

文构建了一种基于加权集群动力学的图网络模型，该模型从粒子的位置、运动方向特征以及邻居的影响中学习集群运动的演

化机制，可以实现对集群运动过程的长期预测。实验结果表明，图网络模型可以对集群运动过程中的序参量进行预测，涵盖

不同的噪声和视野半径，预测效果较好。模型构建后，无需进行复杂的动力学模拟和计算，就可以得到不同条件参数下集群

运动系统序参量的值，从而快速量化集群运动的同步程度，节省时间成本，对集群的智能控制具有重要意义。
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Abstract　Collective dynamics is a research hotspot and frontier perspective in the field of soft matter. The
synchronization  mechanism  of  collective  movement  has  rich  potential  laws  and  application  values.  This  paper
constructs a graph network model based on weighted collective dynamics, which learns the evolution mechanism
of collective movement from the position of particles, the movement direction and the influence of neighbors, and
can realize long-term prediction of the evolution movement process of the collective movement. Results show that
the graph network model can predict the order parameters of the movement process, covering different noises and
field  of  view  radius,  and  the  prediction  effect  is  better.  After  the  model  is  constructed,  the  value  of  the  order
parameter  of  the  system  can  be  obtained  without  complex  dynamic  simulation  and  calculation,  so  as  to  quickly
quantify the synchronization degree of the collective movement, which can save time and cost, and have important
significance for the intelligent control of the collective.
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集群行为在生活中普遍存在，如鸟群、鱼群、

兽群和蜂群等发生的自然集群现象[1-2]，小到各种微

粒子、大到星际天体都时时刻刻处在各自的集群中

运动[3-4]，人类的生活居住、社会活动和经济生产领

域也在空间上表现出一定的集群变化[5]。集群系统

由大量活性物质组成，这些活性物质可以从周围环

境吸收能量，并以某种方式转化为机械能，获得自

我推进的能力，因此平衡热力学定律不再适用于此

类问题[6]。1995年，文献 [7]从统计力学的角度提

出一种能简单有效地模拟集群运动的模型 (VM)。
在该模型中，个体通过考虑邻居的影响和环境中的

扰动因素进行更新，使其整体呈现出复杂的行为。

这一模型引发了广泛的研究兴趣，许多学者提出了

相关的改进模型或其他模型，使其更加贴近现实且

具有更好的性能。

VM模型中的个体具有全局视野、速率始终保

持不变、不考虑实际大小且邻居地位平等的特性。

考虑到现实世界中的大部分生物的视野角度是有限

的，文献 [8-9]在二维情况下、文献 [10]在三维情

况下提出有限视野角下的集群运动模型。考虑到实

际生活中集群中的个体会依据周围环境调整自己的

行进速度，文献 [11-12]提出了个体速率优化的模 
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型，个体根据其邻居的行为同时调整其方向和速

度。考虑到实际情况中的个体是具有半径的，运动

过程中可能会发生碰撞，文献 [13]提出了避免个

体碰撞的集群运动模型，通过引入排斥力去自适应

地调节个体的运动速率。集群系统中个体之间相互

作用形成非均质化的网络结构，其中度大的节点往

往会对集群演化产生相对重要的影响，文献 [14]
提出以度为权的模型，引入权重对邻居数目不同的

个体进行区分，与标准的 VM模型相比，加权机制

有效地提高了系统的收敛效率。尽管传统的数学建

模方法具有解释性，但迄今为止对复杂系统的应用

仍然依赖于各种先验假设。

数据驱动建模作为一种从观测数据中发现状态

变量或其时间演化之间关系的方法，已经成为系统

分析的强大工具，活性物质的集群行为也开始借助

这种工具进行研究。文献 [15]用深度神经网络建

立了单体的等级交互模型，从而实现集群运动的智

能控制。文献 [16]用强化学习方法来确定鱼群在

水流中的最佳适应性行动策略，以达到响应流动介

导相互作用的目的。文献 [17]用深度强化学习的

方法来捕捉鱼群和涡流场之间的双向作用，为集群

在复杂的非定常流场和旋涡流场提供导航算法。文

献 [18]提出了一种基于未来状态最大化 (future
state  maximization,  FSM)的内在激励集体运动形

式，并在模拟轨迹上训练了多层神经网络来模拟

FSM算法。然而，集群系统中个体的相互作用形

成一个动态网络，传统的机器学习方法在解决上述

问题时并没有充分利用网络的拓扑结构。2018年
DeepMind联合谷歌大脑、MIT等机构提出图网络

算法[19]，这是一类基于深度学习的处理图域信息的

方法，将端到端学习与归纳推理相结合，根据一些

函数对图的节点、边和全局属性进行更新，在一些

复杂系统和物理模型的预测和分析中已成功应用。

文献 [20]利用隐藏在粒子局部邻域中的结构，用

图网络实现玻璃系统动力学的迁移率预测，文献

[21]将距离加权图网络应用于典型的粒子重建任

务，以提高性能和减少任务的执行时间，如聚类重

构和粒子识别。文献 [22]引入传播网络来处理可

观察场景，信号可以在成对交互之外进行传播，不

仅在前向仿真中优于当前可学习的物理引擎，而且

在各种控制任务上也取得了优异的性能。

本文将以度为权的 Vicsek模型作为研究集群

运动的对象，首先结合图论的基本知识和集群运动

的工作机制将模拟数据处理为图结构数据，接着构

建基于加权集群动力学的图网络模型，通过编码器

自动进行特征提取，解码器将输出特征解析为原始

信号，图网络模块实现点、边、全局属性的更新。

该模型能够对自驱动集群运动演化过程中的序参量

进行预测，涵盖不同的环境噪声以及个体权重，具

有强大的预测能力和泛化能力。 

1　算法介绍

图网络是在拓扑空间内按图结构进行关系推理

的函数集合。图网络框架的基本计算单元是一个

“图到图”的 GN(graph network)模块，即以图作

为输入，在图结构上进行计算，返回结果也是一个

图。图的结构如图 1所示，实体为图中的节点，关

系为图中的边，全局属性表示系统层面的属性。
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图 1    图的结构
 

 
G = (u,V,E) u

u

V = {vi}i=1:Nv Nv

vi i V

E = {(ek,rk,

sk)}k=1:Ne Ne ek

k rk sk

E

图表示为一个三元组 。其中 是全

局属性，在集群运动中 代表系统中粒子的合速

度。 是节点属性集合，集合规模为 ，

代表第 个节点的属性，在集群运动中 表示每个

个体的位置、速度和方向等特征。

是边的集合，集合规模为 ，其中 表示

第 条边的属性， 是边的接收节点， 是边的发送

节点。集群运动中， 表示个体之间存在的影响。

Φ

ρ

一个 GN块包含 3个更新函数 及 3个聚合函

数 ，相应公式如下：

e′k =Φ
e(ek,vrk ,vsk ,u) (1)

v′i =Φ
v(ē′i ,vi,u) (2)

u′ =Φu(ē′, v̄′,u) (3)

ē′i = ρ
e→v(E′i ) (4)

ē′ = ρe→u(E′) (5)

v̄′ = ρv→u(V′) (6)

Φe

Φv

更新函数 对图中所有的边进行更新，使用自

身属性、相应接收和发送节点的属性和全局属性来

计算更新每条边。 对图中所有节点进行更新，使

用自身的属性、连接到它的所有边和全局属性计算
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Φu

ρ

更新每个节点。 在一次计算中仅更新一次，作

为全局的更新。聚合函数 每次输入一个集合，对

集合中的信息进行规约。

E V

u

GN块的输入是图的 3个组成部分： 、 和

。算法共分 3步完成：

Φe e′k1) 使用更新函数 更新每一条边，计算 ；

ρe→v

E′i =
{(

e′k,rk, sk
)}

rk=i,k=1:Ne ē′i Φv

vi
′

2) 使用聚合函数 循环聚合每个节点所相连

的边 ，生成 ；并使用 更

新每个节点的属性，计算出 ；

ρe→u ρv→u

V′ E′ ē′

v̄′ Φu

E′ V′ u′

3) 使用聚合函数 、 对更新后的节点集

合 和边的集合 进行聚合，生成相应的信息 和

，然后使用 对全局进行更新。函数最后返回的

就是更新后的 、 和 。

计算步骤如图 2所示。
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图 2    完整的 GN块
 

 
构建图网络框架最关键的是将 GN块组合起来

得到复杂的结构。由于 GN块的输出和输入都是

图，因此内部结构不同的 GN块也可以方便地组

合。不同的 GN块组合起来能够复用内部函数，就

像展开的 RNN一样，并且在合并输入图和隐藏状

态时，可采用像 LSTM或者 GRU一样的门控机

制，而不是简单的合并。图网络组合 GN块的形式

如图 3所示。
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图 3    GN块的组合
 

 
G′ = GN2 (GN1(G))

G GN1 GN2

两个 GN块的合并方式为 ，

即一个图 经过 运算的输出作为 的输入。组

合结构能实现复杂的运算，且参数可以共享。 

2　实验与分析
 

2.1　数据集

标准的 Vicsek模型定义了自驱动集群中个体

运动方向和位置的更新规则[7]，在集群运动形成的

动态网络中，每个节点的影响范围是一致的，但度

大的节点能影响更多的个体，从而对集群演化产生

较大的影响，因此应赋予更大的权重。

通过引入与邻居个数相关的权重，并给出方向

改变的表达式，得到以度为权的集群动力学模型，

计算式为[14]：

θi (t+1) = tan−1



∑
j∈Γi(t)

γ j(t) sinθ j∑
j∈Γi(t)

γ j(t)cosθ j


+∆θ (7)

γ j(t) i j t式中， 表示个体 的第 个邻居在 时刻的权重，

计算公式为：

γ j(t) =
n j(t)∑

k∈Γi(t)

nk(t)
(8)

n j(t) t i j

Γi(t) t i

式中， 代表 时刻个体 的第 个邻居的邻居个

数； 为 时刻个体 的邻居集合。

va集群中所有个体的同步程度可用序参量 来

度量：

va =
1

Nv

∣∣∣∣∣∣∣
N∑

i=1

vi

∣∣∣∣∣∣∣ (9)

va集群系统的收敛时间是指系统中的 首次大于

或等于某规定的阈值时，系统运行的时间步。

L×L

ρ

η

va

本文将以度为权的集群动力学模型作为研究对

象，选取同步程度和收敛时间作为收敛效率的评价

指标，利用 python设计迭代程序，模拟 N=300个
粒子在 的二维平面上的自驱动集群运动。其中

设置粒子的速率 v=0.03，密度 =12(L=5)。为了训

练不同度下的模型，设置视野半径 R分别为 0.7、
0.8、1.0、1.5、2.0、2.5、3.0来生成数据。为了训

练不同噪声下的模型，设置噪声 分别为 0.1、
1.5、2.5、3.5、5来生成数据。在每种情况下，生

成 100组独立的数据作为网络的训练集，并对数据

进行增强，同时生成 100组独立的数据作为测试

集，以便对模型进行评估。在每组数据中，采用了

不同的粒子初始位置和初始运动角度来模拟自驱动

群集运动，得到每次迭代后的粒子位置和运动角

度，并计算出迭代后系统的 ，迭代次数是由系统

的收敛时间决定的。 

2.2　模型构建

本文构建基于加权集群动力学的图网络模型，

如图 4所示。首先将原始的模拟数据转换为图结构

的数据，对于每个数据集项，将 N个粒子的位置

和运动角度作为图的节点属性。集群中视野半径内
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va

的粒子会相互影响，故将距离小于视野半径的粒子

通过边连接，并且距离作为边的属性。每次迭代后

的 为全局特征。

 
 

GN

ENCODER

Initial data

Graph input

×N

Graph output

Predicted data

DECODER

图 4    不同噪声下序参量随时间变化的预测
 

 

va

va

在图网络模块前加入了编码器，将输入压缩

为潜在空间表示，进行输入信息的重要特征提

取，该方法提高了模型的训练速度和准确率。图

网络模块中使用 3个多层感知机作为更新函数，

独立地输入图的节点、边缘和全局特征，接着执

行消息传递，递归地更新图的边、节点和全局。

首先根据已有的图的信息实现对每条边的更新；

其次对每个节点所相连的边进行聚合，更新节

点；最后对所有的边和节点进行聚合，实现对全

局的更新。最终解码器将潜在空间表征重构为输

出，将生成的嵌入解码为预测的 ，通过随机梯

度下降回归到目标 。 

2.3　噪声对集群演化影响的预测研究

va

η va

va

va va

η va

选取视野半径 R=1来预测不同噪声下序参量

随时间的变化。从图 5可以看出，在密度固定的

情况下，图网络模型在不同噪声下对序参量的预测

效果很好。噪声较小 ( =0.1)时，序参量 在集群

演化初期的预测精度较低，随着整个集群趋于稳

定，图网络模型对 的预测越来越准确，这是由于

不同的模拟情况在演化初期差异较大，而在稳定阶

段具有相同的规律，即 趋近于 1。 从 0变化到

1，代表集群运动从无序到有序，所有粒子从初始

的随机运动到最后朝着一个方向运动。噪声较高

( =3.5)时， 在集群演化初期的预测精度同样较

低，而稳定阶段的预测精度虽然有所提升，但相较

于低噪声的情况会有所降低，这是因为处于噪声较

高环境中的集群最终并不会达到同步状态，当集群

演化到稳定阶段时，不同的模拟情况之间有一定的

差异，规律性较弱。
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图 5    不同噪声下序参量随时间变化的预测 

 
从整体来看，本文的模型可以在不同噪声条件

下对各种时间尺度的序参量做出较为准确的预测，

以评估集群在演化过程中的一致程度。

va

进一步，使用图网络模型预测稳定状态时的序

参量随噪声的变化，以研究噪声对集群演化的影

响。通过控制密度变量，使用涵盖不同噪声的数据

对图网络模型进行训练，来预测集群的序参量 。

从图 6可以看出，无论是低噪声还是高噪声，图网

络模型都有非常好的预测效果。结果表明，噪声对

集群演化有显著的影响。当环境中没有噪声或噪声

极小时，集群中的所有粒子最终会朝着一个方向运

动，整个集群呈现出同步状态，随着环境中扰动的

增加，集群运动的同步程度呈现逐渐减小的趋势。
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图 6    序参量随噪声变化的预测 

  

2.4　视野半径对集群演化影响的预测研究

η

当视野半径改变时，由式 (8)可知，个体的度

和权重也会随之改变。为了研究度对自驱动粒子系

统演化的影响，在密度、噪声固定的情况下 (L=5,
=0.1)，设置不同的视野半径，来观察系统的演化

情况。从图 7的主图中可以看出，视野半径越大，

系统的收敛时间越短，并且当半径小于 1时，收敛
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va

时间随着半径的增加急速下降，当半径大于 1时，

收敛时间下降比较平缓。取其中 3个比较有代表性

的半径值，观察 在其环境中的变化情况，从

图 7的子图中可以看出，视野半径越大，系统收敛

越快。
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图 7    视野半径与收敛时间的关系
 

 

η

为了证明本文构建的图网络模型具有强大的预

测能力，在不同的视野半径下验证模型对序参量预

测的准确性。控制系统的其他变量，将系统保持在

低噪声 ( =0.1)、高密度 (L=5)的状态。从图 8中可

以看出图网络模型对不同视野半径下的序参量都能

作出很好的预测。视野半径不同，粒子的度不同，

权重会随之发生改变。当视野半径较小时，周围粒

子对目标粒子的影响较小，目标粒子和周围粒子趋

于同步的时间较长，系统收敛较慢。当视野半径较

大时，邻居粒子对目标粒子的影响也会增大，粒子

运动方向会在短时间内与邻居粒子趋于一致，系统

收敛加快。由此可见，视野半径越小，系统趋于一

致的速度越慢，其混乱程度越高，使得图网络模型

的预测精度略有降低。
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图 8    不同视野半径下序参量随时间变化的预测
  

3　结 束 语
本文将以度为权的集群动力学作为研究对象，

提出一种基于加权集群动力学的图网络模型，该模

型可以很好地实现对加权集群运动演化过程的长期

预测。首先在特定噪声下预测不同时间尺度的序参

量，以及在不同噪声情况下预测集群稳定后的序参

量，表明模型在不同的噪音水平下表现较好。为了

证明本文构建的图网络模型具有强大的预测能力，

本文进一步研究视野半径改变对预测的影响，结果

表明模型在不同的个体权重下能够实现较为准确的

预测。

本文构建的模型具有强大的泛化能力，对大量

数据进行训练和学习后，无需通过复杂且耗时的动

力学模拟过程，便可以快速预测集群演化过程中的

一致性变化以及集群稳定后的同步程度，节约时间

成本。
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