
 

 

基于改进胶囊神经网络的示功图诊断模型

张    强，朱刘涛*，王彦琦

(东北石油大学计算机与信息技术学院　黑龙江 大庆　163318)

【摘要】针对传统胶囊神经网络特征提取结构单一，模型参数量大以及动态路由算法中相似度衡量粗糙等问题，该文提

出一种改进的胶囊神经网络。应用 Fire Module模块，将网络中特征图通道数先进行压缩，再通过多尺度的卷积核提取特征

信息，进而提升网络的特征提取能力和减少网络模型的参数。将 Dropout思想引入胶囊神经网络来增加模型的多样性，并在

动态路由结构中应用 Tanimoto系数提高动态路由算法性能，加快模型收敛提高精度。为验证改进胶囊神经网络的有效性，

将改进的胶囊神经网络与双卷积胶囊神经网络和传统卷积神经网络以及 VGG网络模型进行对比。实验结果表明，改进的模

型具有更高的准确率和更快的训练速度。
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Indicator Diagram Diagnosis Model Based on Improved
Capsule Neural Network

ZHANG Qiang, ZHU Liutao*, and WANG Yanqi
(School of Computer and Information Technology, Northeast Petroleum University　Daqing Heilongjiang　163318)

Abstract　Aiming  at  the  problems  of  the  traditional  capsule  neural  network  feature  extraction  structure  is
single, the model parameter is large, and the similarity measurement in the dynamic routing algorithm is rough, an
improved capsule neural network is proposed. Using the Fire Module module, the number of feature map channels
in the network is first compressed, and then the feature information is extracted through the multi-scale convolution
kernel,  thereby  improving  the  feature  extraction  capability  of  the  network  and  reducing  the  parameters  of  the
network  model.  The  Dropout  idea  is  introduced  into  the  capsule  neural  network  to  increase  the  diversity  of  the
model,  and  the  Tanimoto  coefficient  is  used  in  the  dynamic  routing  structure  to  improve  the  performance  of  the
dynamic  routing  algorithm,  speed  up  the  model  convergence  and  improve  the  accuracy.  In  order  to  verify  the
effectiveness of the improved capsule neural network, the improved capsule neural network is compared with the
double convolutional  capsule neural  network,  the traditional  convolutional  neural  network and the VGG network
model. Experimental results show that the improved model has higher accuracy and faster training speed.
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目前，在抽油机故障监测中，示功图是十分常

见的工具。示功图中展示的是载荷 (P)和位移 (S)
之间的变化关系，是一条封闭的曲线，是通过安装

在抽油机悬点处的载荷位移传感器测量得到的闭

合曲线。 现阶段抽油机故障诊断主要方法是功图

法[1]。但随着卷积神经网络在图像识别中的快速发

展，其在抽油机故障诊断中的应用也在不断增加。

文献 [2-5]将卷积神经网络应用到示功图诊断中，

首先将大量的示功图图像进行数字化后作为模型的

输入，然后应用卷积神经网络技术搭建模型实现对

示功图的智能诊断。文献 [6]将深度可分离结构和

注意力机制相结合，提出了一种轻量的卷积神经网

络模型用于示功图的诊断。

文献 [7]提出胶囊神经网络和胶囊间的动态路

由算法，其主要思想是将标量神经元改为向量的形

式，使得网络可以学习并保留空间位置信息，并且

取消池化操作，获得了更好的效果。但提出的胶囊

神经网络特征提取仅使用单层卷积结构，导致特征

提取能力较弱。文献 [8]提出了双层卷积结构的胶

囊神经网络，特征提取能力有一定的提高，但是仍 
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然忽略了细微特征。文献 [9]提出了一种基于

Inception结构与空间注意力机制相结合的胶囊神经

网络，采用多尺度特征融合的方式和 Inception结
构[10] 与空间注意力机制，虽然增强了特征提取的

能力，但也增加了模型的参数，模型训练时间变长。

本文提出的基于改进胶囊神经网络的示功图诊

断模型将 fire  module模块 [11] 和 Tanimoto系数 [12]

分别应用到胶囊神经网络的特征提取部分和动态路

由算法中。不仅解决了传统胶囊神经网络特征提取

能力不足以及动态路由算法中相似性衡量粗糙的问

题，而且通过 fire module模块中压缩再扩展的方

式减少了模型的参数。随着多尺度特征的融合以及

特征提取能力和相似性衡量能力的提升，势必会出

现过拟合的现象。本文提出适用于胶囊神经网络

的 Dropout算法，使胶囊神经网络中的向量神经元

在一次动态路由算法中以一定的概率被屏蔽而不参

与动态路由算法的运算，增加网络的多样性，减少

模型的过拟合，提高其泛化能力。 

1　基于改进胶囊神经网络的诊断模型
 

1.1　Fire Module

1×1

通过卷积神经网络模型的变更过程可知加深网

络的层数，虽然可在一定程度上提高模型性能，但

却带来了模型参数暴增的问题。SqueezeNet[13-14]

从网络结构优化的角度出发，首先通过 卷积减

少输入通道，然后使用多尺寸的卷积核进行卷积运

算，以保留更多的信息。Fire Module模块结构如

图 1所示。

  

H×W×M 1×1, S1

1×1, e1

3×3, e2

Concat

特征图 融合

Expand 层

Squeeze 层

图 1    Fire Module模块结构 

 

1×1

1×1 3×3

Fire Module[15] 模块主要包含 3部分：1)利于

卷积操作减少通道数；2)包含多尺度特征提取

的思想，通过 以及 卷积提取多尺度特征；

3)将提取到的多尺度特征进行融合。Fire Module
模块通过压缩再扩展，有效降低卷积操作的计算

量，并且进行了特征的融合。 

1.2　胶囊神经网络

胶囊网络的概念在 2017年由 Hinton提出，在

胶囊神经网络中，将胶囊定义为一组神经元的集

合，并且将胶囊作为网络的最终输出结果，通过胶

囊的模长来表示某一实体存在的概率，胶囊的模长

与其存在的概率成正比的关系。重要的是胶囊神经

元中的维度数据则是表示实体的空间位置信息。并

且实体的姿态发生变化不会影响胶囊神经元的模

长，仅是胶囊神经元中存储的位置信息发生变化，

利用这一点，胶囊神经网络实现了同变性。胶囊神

经元流动过程如图 2所示。
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图 2    胶囊神经元的工作图 

 
ui

Wi j Ui

Wi j

Ui

图 2中，向量 为上一层的输出向量，将该向

量分别乘上对应的权重矩阵 进而得到向量 。

中蕴含着高层特征与低层之间的空间信息数

据，向量 先进行标量加权再进行累加求和。最终

对累加求和得到的结果进行非线性压缩变换，采用

的压缩函数为：

v j =
||S j||2

1+ ||S j||2
S j

||S j||

S j

v j

式中， 表示累计求和的结果。非线性激活函数并

不会改变胶囊神经元存储的空间信息，仅是将模长

压缩到 0～1之间，以便表示实体存在概率， 是

当前胶囊的输出结果。

胶囊神经元之间采用动态路由的方式进行特征

传递，通过相关性计算，特征得到很好的归类，原

有动态路由算法仅仅是通过向量点乘来衡量相似

性，现将 Tanimoto系数引入动态路由算法。算法

过程步骤如下。

bi j l i l+1 j1)  为 层第 个胶囊和 层第 个胶囊间的特

征传递参数，初始化为 0；
Ci j2)利用 softmax计算两层胶囊间的权重 ：

Ci j =
ebi j∑

k

ebik

ui

S j

3)低层胶囊特征 传递至高层胶囊，得到高层

特征 ：

S i j =
∑

Ci j ·ui j
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4)压缩高层胶囊特征，得到压缩后的特征；

5)权重更新方式为：

bi j = bi j+
ui · v j

||ui||2+ ||vi||2−ui · v j
 

1.3　改进胶囊神经网络模型

为提高胶囊神经网络的特征提取能力，将 Fire
Moduel模块应用于胶囊神经网络，通过 Fire Moduel
模块中压缩再扩展以及多尺度卷积结构，增加网络

的深度，提高特征提取的能力并且实现多尺寸卷积

融合，构建更加全面多样的特征提取模块，将

Dropout思想[16-17] 应用于胶囊神经网络，提出适用

于胶囊神经网络的算法，在胶囊神经网络中的向量

神经元进入动态路由算法之前，以一定概率产生随

机的 0、1矩阵，用其屏蔽向量神经元，以增加网

络的多样性，防止特征提取能力太强而导致的过拟

合现象。在动态路由算法中引入 Tanimoto系数，

在动态路由的聚类过程中更多的考虑胶囊向量方向

上的差异性，弱化胶囊长度带来的影响。模型结构

如图 3所示。

  

3×

1×

1×

Concat 初始胶
囊层

输入 数字胶
囊层

Dropout

Fire module

9×

图 3    改进胶囊神经网络模型结构
 

 
28×28

9×9

1×1
3×3 1×1

该模型的输入是 的图片，首先经过

的卷积对图片信息进行初步的提取，初步提取

的信息经过 卷积操作压缩特征通道，再由

与 的卷积操作，进一步地提取特征，将提

取的多尺寸特征进行融合完成特征提取部分。然后

通过得到的特征图构建向量神经元，再进行 Dropout
操作随机使部分向量神经元神经失活，增加网络多

样性，防止过拟合。网络中的特征通过改进后的动

态路由算法进行特征整合。 

1.4　损失函数

该模型的损失函数包含间隔损失与重构损失，

间隔损失为：

Lk = Tkmax(0,m+− ||Vk ||)2+

λ(1−Tk)max(0, ||Vk || −m−)2

Lk

Lk m− ||Vc||

m+ ||Vc||

式中， 表示间隔损失，表示第 K类是否存在。

若存在 取 1，否则取 0。 是 上边界，避免

假阴性，遗漏实际预测到的分类情况。K类不存在

但预测存在，会导致损失函数很大。 是 下边

界，避免假阳性，K类存在但是预测不存在会导致

损失函数很大。

28×28

重构损失则是通过解码器将数字胶囊层的输

出进行解码重建一个 的图像。计算重构图

像与原始图像的距离作为损失值。解码器结构如

图 4所示。

  

数
字
胶
囊
层

全
连
接
层

图 4    解码器结构 

 
λ

L = Lk +λLc L Lc

为正则化系数，用于调整重构损失在总损失

中所占的比例。 ，其中 为总损失，

为重构损失。 

2　算例与实验结果分析
 

2.1　公开数据集实验对比

CapNets网络在MNIST数据集上取得了优异的

分类表现，现将 FDT-CapNets与 CapNets在MNIST
数据集上进行实验对比。CapNets网络的模型结构

如图 5所示。

  
9×

初始胶
囊层

输入
数字胶
囊层

9×

图 5    CapNets网络结构图 

 
MNIST数据集包含 60 000个训练样本和 10 000

个测试样本。FDT-CapNets与 CapNets均使用Adam
优化器，学习率均为 0.000 1。全部样本训练迭代

次数设置为 30次，每次读入数据量的大小为 128。
实验结果如表 1所示。

  
表 1    实验结果

 

模型 训练正确率/% 测试正确率/%

FDT-CapNets 100 99.53

CapNets 100 99.41

 
 

由表 1可知 CapNets在 MNIST数据集上获

得了很高的训练精度与测试精度，而 FDT-
CapNets在该数据集上同样取得了优异的表现，并

且比 CapNets的精度有所提高。图 6展示出 FDT-
CapNets与 CapNets在训练过程中损失函数的变化

情况。 
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图 6    MNIST数据集上损失函数变化图
 

 

通过图 6可知 FDT-CapNets与 CapNets收敛速

度相似，但 FDT-CapNets的损失函数变化更稳定并

且后期的损失值更小。 

2.2　油田数据集实验对比 

2.2.1　数据集预处理

实验所使用的数据集是某一油厂在实际生产中

所测得的实际数据。首先将载荷与位移数据从数据

库读出，将载荷与位移数据按照一定的组合方式绘

制出示功图，如图 7所示。由于实际生产中处于异

常工作的抽油机较少，因此异常示功图的数据量较

少，为避免模型在训练过程中由于数据集分布不均

导致的过拟合，对现有数据进行水平翻转以及在

90°、−90°与 180°中随机选取一个数作为旋转度

数，对图片进行旋转，通过该操作平衡数据集中各

类示功图的数量，消除因数据不平衡造成的模型泛

化能力下降的问题。
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d. 活塞脱出示功图
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图 7    数据集中 5种数据类型对应的示功图
 

将数据集进行预处理后可以得到“正常”“气

体影响”“充不满”“活塞脱出”“抽油杆断”

5个类别的示功图数据，共 7 500张。数据集样本

分布如表 2所示。

  
表 2    数据样本分布表

 

类型 数量 标签 编码

正常 1 500 1 10 000

气体影响 1 500 2 01000

充不满 1 500 3 00100

活塞脱出 1 500 4 00010
抽油杆断 1 500 5 00001

 
 

为方便训练时计算损失函数，将示功图标签进

行独热编码，随机抽取 70%的数据作为训练数据

集以训练模型，剩余 30%的数据作为测试集以验

证模型的学习效果。数据读取时，将数据的像素值

除以 255进行归一化操作，提高模型的收敛速度。 

2.2.2　实验分析 

2.2.2.1　对比模型

为检验模型性能，将模型与 CapNets、LeNet5
网络以及 VGG16进行对比。LeNet5网络和 VGG16
的模型如图 8和图 9所示。

  

输入 5×5×5×

全
连
接
层

图 8    LeNet5网络结构图 

  

输入 3× 3× 3×
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全
连
接
层

全
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全
连
接
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图 9    VGG16网络结构图 

 

5×5

LeNet5网络包含 3层卷积结构与 2层全连接

层，卷积核大小均为 ，VGG网络由 13层卷积

核和 3层全连接层构成。3个模型的激活函数均为

ReLU函数。 

2.2.2.2　实验结果分析

在示功图数量为 5 250的训练集上进行实验验

证，模型均使用 Adam优化器，学习率均为 0.000 1。
全部样本训练迭代次数设置为 30次，每次读入数

据量的大小为 128。测试数据集的大小为 2 250，
每次读入批次大小为 128，取多次测试结果的均值

作为最后的测试结果。
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为验证改进的胶囊神经网络 (FDT-CapNets)中
每一部分的改进对网络的影响，在现有的训练集与

测试集上，对每一部分的改进进行实验对比验证，

实验结果如表 3所示。

  
表 3    分步改进实验结构表

 

模型 训练正确率/% 测试正确率/% 耗时/min
CapNets 95.73 95.12 57
F-CapNets 96.12 95.63 50
FT-CapNets 96.53 95.97 52
FDT-CapNets 97.66 97.05 52

 
 

表 3中的 F-CapNets代表 Fire  Module模块与

CapNets的 融 合 ， FT-CapNets代 表 Fire  Module
模块与 Tanimoto系数与 CapNets的融合。可知引

入 Fire Module模块后，训练与测试的精度均高于

CapNets，并且训练时间有所下降，实验证明 Fire
Module模块的引入不仅提高了特征提取能力而且

减少了参数，加快了模型训练时间。由于 Fire
Module模块与 Tanimoto系数的同时应用，在提高

特征质量的前提上又采用了更优的相似性衡量方式

使得模型的精度进一步提高。Dropout的引入使得

在 FT-CapNets的基础上取得了更好的效果，并且

对网络的耗时未产生影响。

为验证 FDT-CapNets网络在精度上的有效性，

将 FDT-CapNets与双卷积胶囊神经网络 (CapNets)、
VGG16和 LeNet5进行实验对比。训练结果如表 4
所示。

 
 

表 4    实验对比结果
 

模型 训练正确率/% 测试正确率/%
FDT-CapNets 97.66 97.05

CapNets 95.73 95.12

VGG16 95.38 94.53

LeNet5 93.56 93.06

 
 

从表 4可以得出，FDT-CapNets与 CapNets的
正确率均高于 VGG16、LeNet5，并且 FDT-CapNets
在训练精度上比 CapNets取得了更好的效果。

在测试集上，改进的胶囊神经网络取得了优于

双层卷积胶囊神经网络，VGG16与 LeNet5的准确

率、测试准确率分别为 97.05%、95.12%、94.53%、

93.06%。

为了清晰地展示各个模型的训练过程，图 10
显示了损失函数随迭代次数的变化情况。
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图 10    3种模型的损失函数变化图
 

 
由图 10可知，LeNet5网络的收敛速度在三者

之间速度最慢，在迭代 670步之后 CapNets与 FD-
CapNets的损失函数达到收敛趋于平稳不再继续下

降。FDT-CapNets的损失函数的总体波动比 CapNets
波动更小，更加趋于平稳。 

3　结 束 语
本文提出的改进的胶囊神经网络模型，在特征

提取上采用了 Fire Moduel模块，提高了特征提取

的能力，并压缩了模型参数，加快了模型的训练速

度。Tanimoto系数的应用在提取到的特征更丰富

时获得了更好的模型精度。Dropout的应用提高了

模型的泛化能力与多样性。
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