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基于堆叠沙漏网络的量体特征点定位
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【摘要】为提高复杂背景和任意着装情况下的量体特征点定位精度，将堆叠沙漏网络 (SHN)引入人体图像量体特征点

定位中，并针对 SHN模型输出特征图分辨率过低导致定位精度不足的问题，构建了一种 Deconv-SHN模型。一方面用多个

反卷积层代替初始模型的输出层以提高输出特征图的分辨率，另一方面基于 Smooth L1和局部响应对目标函数进行了优化。

在自建的 6 700幅正面人体图像数据集上对 Deconv-SHN模型、SHN模型以及传统算法进行实验的结果表明，Deconv-
SHN模型在复杂背景和任意着装情况下的特征点定位精度较传统算法有显著提升，也明显优于 SHN模型，基本满足人体参

数测量应用的要求。
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Anthropometric Feature Points Localization Based on Stacked
Hourglass Network
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Abstract　 In  order  to  improve  the  accuracy  of  anthropometric  feature  point  localization  in  complex
background and arbitrary dress cases,  the stacked hourglass network (SHN) is  introduced into the localization of
anthropometric feature points in body images. However, the resolution of the SHN model’s output feature map is
too low to obtain high accurate feature points. So, a Deconv-SHN model is proposed to address this problem. On
the  one  hand,  the  output  layer  of  the  initial  model  is  replaced  by  several  deconvolution  layers  to  improve  the
resolution of the output feature map. On the other hand, the objective function is optimized based on Smooth L1
and local response. According to the experimental results on the self-built dataset consisting of 6 700 human body
images,  the localization precision of the Deconv-SHN model in complex background and arbitrary dress cases is
significantly higher than that of the traditional algorithm, which is also obviously superior to the SHN model, and
basically meets the requirements of anthropometric applications.

Key words　anthropometric feature points localization;　deep learning;　non-contacting anthropometry;　
stacked hourglass network (SHN)
 

人体参数测量是服装定制、虚拟试衣、人体建

模等应用中的一个重要环节，而基于正交图像的非

接触式人体参数测量方法由于其简便易行、适合在

网络环境下应用等优点得到了广泛关注。此类方法

以人体的正、侧面图像作为输入，利用图像处理算

法定位量体特征点并结合辅助信息 (如身高)计算

二维量体数据，最后通过围度拟合获得人体围度数

据[1]，其精度在很大程度上依赖于特征点定位的准

确性。近年来，国内外学者对量体特征点定位算法

做了许多研究，大致可分为两类：基于图像分割的

特征点定位和基于统计学习模型的特征点定位。

基于图像分割的特征点定位算法通常先提取整

体或局部人体轮廓，然后利用人体形态先验知识进

行特征点定位。文献 [2]在图像差分并二值化后利

用标准人体形态特征进行特征点定位，但对人体形

态的标准程度要求较高，无法适用于所有体形的人

体。文献 [3]利用颜色信息和 Canny算子检测人体

轮廓，然后利用 Freeman 8连通链码，通过考虑轮 
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廓上相邻点的方向变化来确定特征点，但当前特征

点的检测与上一特征点有依赖关系，易造成检测的

不稳定。文献 [4]使用阈值分割和边缘检测算法提

取人体完整轮廓线，然后利用 Harris角点检测算法

进行特征点定位，适应了多变的人体形态，但由于

图像上角点过多需手工选取所需特征点。文献 [5]
通过在色调通道进行阈值分割来提取人体区域，并

利用形态学方法得到单像素宽的人体轮廓，进而将

轮廓划分为不同的分段，将各分段视为一维信号，

利用其极小、极大值点来定位特征点。上述算法都

要求背景单一且人体着装与背景有显著差异，虽然

文献 [5]也尝试在固定的真实背景下进行图像采

集，利用高斯混合模型对背景进行建模，但效果并

不理想。文献 [6]在进行人脸检测后根据先验知识

确定特征点所在区域，然后利用带形状约束的非闭

合 Snake模型在提取局部轮廓线的同时定位特征

点，减少了图像背景和人体着装带来的干扰，但该

算法对初始轮廓的设置有一定依赖性，且在部分复

杂背景环境和着装情况下仍然会出现较大误差。

基于统计学习模型的特征点提取算法适用于对

柔性体特征点 (如人脸特征点)的定位，常用的模

型有主动形状模型 [7](active  shape  model,  ASM)和
主动表现模型 [8](active  appearance  model,  AAM)
等。近年来，已开始有学者将这些模型应用到人体

特征点定位中。文献 [9]利用改进的 ASM模型对

人体特征点进行搜索，提高了特征点定位的精度，

但其研究是在实验室环境下获取的图像上进行，图

像背景单一，干扰较少。此类算法利用的统计模型

都存在其自身的缺陷，ASM只利用了形状信息，

AAM加入了纹理信息对其进行改进，但两种模型

都对光照和姿态的变化比较敏感，且在初始值不理

想的情况下，都容易陷入局部极值从而使定位精度

下降。

以上两类特征点定位算法的精度都依赖于特征

工程的构建，而在数据量充足的情况下，相对于手

动构建特征工程，深度学习可以提取到更好的特征

表达。在计算机视觉领域中，基于深度学习的目标

检测、图像分类等的准确率较传统方法有大幅提

升，但深度学习在基于正交图像的人体参数测量中

的应用则十分少见。文献 [10]提出了一种基于深

度学习的复杂背景和多姿态情况下的人体参数测量

方法，利用 deeplabv3对人体进行语义分割，得到

人体轮廓，然后利用 openpose提取关键点，用于

对轮廓进行分割，通过局部轮廓匹配找到数据库中

的适配人体模型，将模型的尺寸作为结果返回。该

方法需要大规模的人体模型数据库支持，而其提取

的关键点也并非量体特征点。由于姿态识别中的人

体关节点定位[11-13] 以及人脸分析中的人脸关键点定

位[14-16] 与量体特征点定位有许多相似之处，因此本

文将用于人体关节点定位的深度神经网络模型引入

量体特征点定位中，并对其进行改进，旨在解决传

统算法难以在复杂背景和任意着装情况下准确定位

特征点的问题，从而能够满足远程服装定制等应用

对高精度人体参数测量的要求。

本文采用文献 [12]提出的用于人体关节点定

位的堆叠沙漏网络 (stacked hourglass networks, SHN)
作为实验的基础网络。该网络采用残差模块作为基

础模块，利用其构成可以提取不同尺度特征的沙漏

网络，此外为了更好地捕获特征点间的空间关系，

对多个沙漏网络进行了堆叠。在复杂背景和任意着

装情况下，SHN定位的特征点基本分布在人工标

记附近，但距离高精度人体参数测量应用的要求还

有一定差距。所以本文在 SHN基础上利用反卷积

层替代初始模型的输出层并修改了原始目标函数，

构建了反卷积堆叠沙漏网络 (deconvolutional stacked
hourglass networks, Deconv-SHN)。修改后的网络在

仅增加少量计算的情况下提高了特征点定位的精

度，基本能够满足服装定制等应用对人体参数测量

的要求。

1　堆叠沙漏网络

在人体关键点检测中，堆叠沙漏网络[12] 在定

位精度上取得了优异的成绩而且经常被应用到其他

检测模型中作为提取特征的基础网络。

1.1　残差模块

堆叠沙漏网络的基础模块为残差模块，该模块

可在提取高层特征的同时保留低层的信息，其结构

如图 1所示。

 
 

+

1×1, n

3×3, n

1×1, m

图 1    残差模块结构
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该模块首先通过 n个 1×1的卷积核将特征降

至 n维，然后利用 n个 3×3卷积核进行特征提取，

最后利用 m个 1×1卷积核将特征升至 m维 (其中

n<m)，这种瓶颈式结构在有效提取特征的同时缩

减了计算量及内存使用量。

1.2　沙漏网络

沙漏网络是堆叠沙漏网络的主要组成部件，其

结构如图 2所示。图中浅绿色模块为图 1所示的残

差模块，模块中第 1行数值表示输入模块的通道

数，C_IN表示输入沙漏网络的通道数，第 2行数

值表示通过模块后输出的通道数；红色模块为下采

样层；灰色模块为上采样层；虚线框框出的位置用

来更改网络的阶数，如果将框中的内容替换成一个

一阶的沙漏子网络，则完成了二阶沙漏网络的构

建，依次类推可以构建更高阶的沙漏网络。
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图 2    沙漏网络结构
 

 

1.3　堆叠沙漏网络

堆叠沙漏网络则是将沙漏网络进行串行的堆

叠。为了解决由于网络加深导致的底层参数难以训

练更新的问题，堆叠沙漏网络采用了中继监督策略

对底层损失进行监督训练。图 3展示了包含两个沙

漏子网络的二级堆叠沙漏网络。
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图 3    二级堆叠沙漏网络结构图
 

 

2　数据集构建

虽然目前存在许多公开的深度学习人体数据

集，但这些数据集中人体姿态各异，不适用于测量

人体参数信息。考虑到数据集对实验结果的重要

性，本文自建了人体测量数据集，并在此数据集上

进行后续的实验。

本文对采集数据时的拍摄条件和人体站姿提出

如下要求：尽可能在自然背景和任意着装情况下进

行拍摄；拍摄设备位于被拍摄者正前方 3~5 m且拍

摄方向与地面垂直；拍摄人体正面图像时人体基本

站姿为：昂首挺胸、掌心向前、双臂张开、双脚脚

后跟并拢、前脚掌分开一定角度 (也可以接受自然

站立下双脚脚后跟未并拢的情况)；拍摄人体侧面

图像时人体站姿为：成立正姿势，手臂自然下垂贴

于身体两侧，站姿可参考图 4。
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图 4    人体站姿示意图
 

 
对每位采集对象拍摄了 1～3幅正面图像以及

1幅侧面图像，其中拍摄多幅正面图像时，手臂张

开的幅度有一定差异。共采集了 6 700幅正面图像

及 3 300幅侧面图像。

在对数据集进行标注时参考了国标GB/T 16 160-
2017《服装用人体测量的尺寸定义与方法》 [17] 中

规定的人体特征点，详细标注点名称及位置如图 4
所示。由 10名标注人员对每幅图像进行标注，取

平均值作为最终标注结果。

3　反卷积堆叠沙漏网络

本文通过利用自建数据集中的 5 700幅图像及

文献 [12]的参数对 SHN重新训练，然后用 1 000
幅图像对其定位效果进行评估发现，该模型具有较

好的普适性，在复杂背景和任意着装情况下仍能得

到较为精确的定位结果，然而其精度距离服装定制
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等应用对人体参数测量的要求还有一定差距。本文

还发现 SHN中的堆叠次数在 3级及以上时算法的

准确率基本没有提升，所以为了减少网络过拟合的

可能性，本文中的实验均在二级堆叠沙漏网络上进行。

对模型的误差来源分析发现，在 SHN训练过

程中，要将高分辨率图像上的特征点位置缩小到低

分辨率 (64×64)的网络输出特征图上，而该变换过

程的不可逆性导致无法将网络输出预测值准确地还

原到高分辨率图像上，从而导致精度丢失。虽然直

接提升模型输入图像的分辨率可以增大输出分辨

率，从而减小对真实标记的缩放倍数，但会导致计

算量过大，因此本文构建了 Deconv-SHN模型。

3.1　网络结构

构建的 Deconv-SHN模型结构如图 5所示，其

中虚线框中的为新增模块，因为输入信息的多少决

定了能够还原多少信息，所以增加反卷积的层数需

要由网络输入大小来定，当网络输入为 256×256时，

对应增加的反卷积层数为 2。
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图 5    反卷积堆叠沙漏网络结构
 

 

从图 3和图 5可见，Deconv-SHN的结构与 SHN
基本保持一致，而加入的反卷积层可有效减少对真

实标记的缩放。

3.2　目标函数优化

3.2.1　基于 Smooth L1的目标函数优化

SHN采用了在回归问题中常用的均方误差损

失 (也被称为 L2损失)作为损失函数对网络进行训

练，计算公式为：

LL2 =
1
n

n∑
i=1

(yi− ŷi)2

yi ŷi式中， 表示网络的预测值； 表示对应的目标

值；n为样本数目。

L2损失的平方操作使模型在噪点处产生较大

的损失，这相当于给噪点赋予了较大的权重，当模

型向减小噪点处损失的方向进行优化时会使模型的

整体性能变差，所以本文利用 Smooth L1损失 [18]

优化原损失函数，减小网络对噪声点的敏感度，让

网络具有更好的泛化能力，Smooth L1损失函数为：

Lsmooth_L1 =
1
n

n∑
i=1

di

di =

 λ(yi− ŷi)2 |yi− ŷi| < δ
δ |yi− ŷi| − (1−λ)δ2 其他

yi ŷi式中， 表示网络的预测值； 表示对应的目标

λ δ值； 为损失调节系数，其值通常取 0.5； 为平方

损失和绝对值损失的临界点。

3.2.2　基于局部响应的目标函数优化

在人体参数测量数据集的图像中目标人物只占

整幅图像的一部分，如图 6所示，而预测的关键点

应分布在此局部区域内，基于此考虑加入相应的损

失可一定程度削弱图像背景区域的干扰，并帮助网

络训练。因此，本节基于由人体边界上的特征点确

定的外接矩形框 (图 6中的红框)，设计了基于人体

边界框信息的局部响应损失函数。

考虑到有特征点不存在 (不可见)的情况，该

损失函数由两部分构成：一部分为预测的特征点分

布在人体边界框中的数目与要预测的特征点数目之

间的差值带来的损失；另一部分为出现在人体边界

框之外的特征点数目带来的损失。加上之前堆叠沙

漏网络中关于点位置预测的 Smooth L1损失，最后

网络的目标函数由这 3部分损失以加权求和的方式

构成：

Ltotal = Lsmooth_L1+λinbox(npred_in−ntrue_in)2+

λoutboxnpred_out
2

Lsmooth_L1 npred_in

ntrue_in

npred_out

式中， 为特征点位置损失； 为在人

体边界框内预测到的特征点数目； 为在人体

边界框内真实存在的特征点数目； 为预测在

边界框外的特征点数目；因为各部分损失不在同一
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λinbox λoutbox个数量级上，所以加入了权重系数 和 用

于调节各部分损失在目标函数中所占的比例。

 
 

图 6    人体边界框示意图
 

 

3.3　模型及训练参数

网络的输入为 256×256的 3通道彩色图像，沙

漏 网 络 的 堆 叠 次 数 为 2， 训 练 时 batch_size
设置为 20，网络优化器选用 RMSprop[19]，学习率

的初始值为 2.5×10−4，训练过程中步数每增加 50 000
步学习率下降到原来的 10%。为了减少网络过拟合

的可能性，在将训练图像输入到网络模型之前采取

了随机裁剪、随机修改亮度和对比度等数据增强方

法，同时在模型中加入了批归一化[20] 操作。

λ δ λinbox λoutbox

在后续实验中，如无特殊说明，目标函数中的

参数 和参数 分别设置为 0.5和 2，参数 和

分别设置为 100和 50。

4　实验结果与分析

本文以提取人体正面图像中的量体特征点为例

进行对比实验。

4.1　特征点定位

文献 [6]算法在传统算法中特征点定位精度较

高，且在一定程度上弱化了对拍摄背景的要求，因

此选择该算法作为传统算法的代表与基于深度学习

的算法进行对比，而在深度学习算法方面则选择

了 SHN以及本文提出的对 SHN的 3种优化方法进

行实验对比。实验中 4种深度学习算法均采用

5 700幅图像作为训练集，训练时采用 3.3节中超

参数的设置，然后在同样的 1 000幅图像的测试集

上对文献 [6]算法和 4种深度学习算法进行评估，

测试集和训练集中不存在相同人员。

考虑到数据集中图像分辨率存在差异以及人体

在图像中所占比例不一等原因，计算定位特征点与

人工标记特征点的归一化距离能更客观地反应定位

精度。参考了文献 [12]中的方法，利用头部在图

像中高度的 2/3对误差进行归一化处理，归一化距

离为：

Dnorm =
Dimg

2
3

Hhead

Dimg

Hhead

式中， 为定位的特征点与人工标记特征点在图

像中的像素距离； 为图像中的头部高度。一般

情况下，一个成年人头高的 2/3在 20 cm左右，这

样归一化距离在 0.1以下的特征点定位误差在 2 cm
以内，而服装定制对大部分人体参数的精度要求即

是在 2 cm以内，由此可将 0.1作为可接受的归一

化误差阈值。

图 7为 5种算法在不同归一化距离内的特征点

检出率曲线图，由于特征点较多，只选取了部分特

征点进行展示，其中 Deconv表示仅做了结构优化

的网络，Deconv-S-L1表示在 Deconv基础上加了

基于 Smooth  L1的目标函数优化后的网络，

Deconv-BBox表示基于局部响应的目标函数优化后

的网络。而表 1则给出了 3种优化方法及 SHN在

归一化距离小于 0.1内的各特征点的检出率 (后面

简称为 0.1-检出率)。
从图 7和表 1可以看到，在特征点定位精度方

面，基于深度学习的特征点定位算法比文献 [6]算
法表现出极大优势，所以将深度学习应用到量体特

征点定位中是可行的。此外也可看出，网络结构的

修改使得检测效果得到大幅度提升，可见模型精度

与输出特征图的分辨率有很大关系，而反卷积在只

增加相对较少计算量的情况下便可获得较大分辨率

的特征图，所以用反卷积修改网络存在其优越性。

从 Deconv-S-L1的检测结果来看，虽然网络在一些

特征点定位的精度上没有得到较大的提升但是也没

有产生消极的影响，而且在理论上该损失函数可以

减小过拟合的风险，所以利用该方法修改目标函数

是可取的。从 Deconv-BBox的检测结果来看，利

用该方法修改目标函数后定位效果整体上取得了一

定的提升，而且在训练过程中发现，Deconv-
BBox收敛到该效果所需要的迭代次数要比其他网

络模型少许多，所以利用该方法修改目标函数是可

取的。

图 8给出了人工标记 (红色十字)、SHN(黄色

十字)以及 Deconv-BBox(绿色十字)在光线较暗、
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背景较为复杂、前后背景差异不明显、光线较亮且

光照不均匀的情况下的定位效果，从对比结果可

见，优化后的网络模型在对绝大多数特征点的检测

中更加接近人工标记的位置。
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图 7    特征点检出率
 

 
 

表 1    归一化距离小于 0.1的特征点检出率
%

 

提取算法 头顶点 左颈点 右颈点 左肩点 右肩点 左胸点 右胸点 左腕点 右腕点 脚底点

文献[6] 72.93 65.86 66.15 26.57 23.72 13.92 14.63 14.64 14.13 19.51
SHN 76.10 72.00 71.90 53.90 60.00 32.10 35.70 56.10 52.50 61.70
Deconv 96.50 92.90 93.80 68.90 72.90 33.90 38.20 73.30 69.70 70.10

Deconv-S-L1 97.10 94.80 93.60 70.80 70.70 35.90 38.20 75.00 72.30 77.50
Deconv-BBox 99.60 95.90 96.10 75.10 76.70 37.00 38.60 71.80 69.50 79.80
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图像的训练标签是由人工标记得到的，虽然遵

循了国标[17] 中的量体特征点定义，但不同人员做

的标记还是会有一定差异，一些衣着也会影响标记

人员对部分特征点的把握 (如左右胸点 (腋下点))。
所以为了观察人工标记的误差并给网络模型的定位

效果一个对比标准，进行了以下实验：选取 30个
具有标记经验的人对 1 000幅图像进行特征点标

记，然后将 30份标记结果的平均值作为 1 000张
图像的真实标记值，最后在此基础上分别计算人工

标记的 0.1-检出率均值以及之前实验中表现最好的

Deconv-BBox模型的 0.1-检出率，实验结果如表 2
所示。
 
 

表 2    人工标记与网络提取 0.1-检出率对比
%

 

特征点 人工标记 网络模型

头顶点 99 95
左颈点 98 92
右颈点 98 93
左肩点 78 76
右肩点 83 86
左胸点 68 69
右胸点 69 70
左肘点 71 72
右肘点 72 74
左腕点 73 83
右腕点 71 86
脚底点 90 82
平均 80.8 81.5

 
 

从表 2可以看到，人工标记的效果和网络预测

的效果在误差的分布上较为类似，对较容易定位的

头顶点、左右颈点和脚底点都取得了较为理想的结

果，其次是肩点，而受衣着影响较大的胸点、肘点

和腕点的定位效果相对较差。对较容易定位的点，

人工标记的结果相对较好，但对于较难定位的点，

网络模型的预测结果反而较好。分析其原因可能

是，对于较容易定位的特征点，人工标记时产生误

差的可能性较小，而且其工作是在原始图像上进行

的，分辨率较高，而模型在预测过程中存在对图像

的压缩，丢失了部分图像的细节信息；对于较难分

辨的特征点的位置，不同的标记人员会得到不同的

估计值，即使同一个标记人员也可能在长期的标记

工作中，对特征点位置的估计也会产生变化，而网

络模型在学习的过程中，为了获得更小的误差可能

会偏向于学习一种平均水平，从而使得网络模型在

较难分辨的特征点上取得了更好的定位效果。从平

均水平来看，网络模型对特征点的定位效果略优于

人工标记的结果。

从表 2中人工标记一列可以看出，人工标记也

会产生一定的误差，而在实验中是以人工标记作为

真实值对网络进行训练，所以标记的质量也会对网

络模型预测的准确率产生影响，如果能够获得更合

规的图像并在上面进行更精确的人工标记，网络模

型的准确率应该还能够得到进一步的提升。

λinbox

λoutbox

λ δ

λ

δ

λ δ

λinbox λoutbox

λinbox λoutbox

此外，本文也对 Deconv-BBox网络损失函数

的参数设置进行了两组实验。实验 1将参数 和

分别固定为 100和 50，调整 Smooth L1损失

中的 和 进行训练，得到 10个特征点的 0.1-检出

率均值 (称其为平均检出率)，如表 3所示。可以看

到， 的取值对结果影响不明显，多数情况下取

0.5更优，而 取 1、2、3时差异不大，但其值显著

增大后结果有较明显的变差。实验 2将 和 分别固

定为 0.5和 2，然后调节参数 和 ，这两个

参数主要用于调节 Smooth L1损失与局部响应损失

之间的权重，而局部响应损失的两部分的数量级相

同，故先进行了不同数量级的测试，将二者值同设

为 1、100和 1  000，得到的平均检出率分别为

72.63%、73.92%和 73.05%，比设为 100时明显更

优。进而在该数量级下，进一步调节这两个参数的

值，得到结果如表 4所示。当 和 有一个

设为 0时，网络表现有较明显的变差，说明这两部

分对结果都是有贡献的，二者均非 0时结果差异不

算大，当分别取 100和 50时效果最佳。

  
表 3    损失函数参数设置实验 1结果

 

平均检出率/%
δ

1 2 3 10 50 100

λ

0.2 73.21 73.72 73.39 72.15 72.21 71.25
0.5 73.93 74.01 73.94 72.53 72.38 71.23
0.8 73.13 73.71 73.18 72.59 72.30 71.03

 
 

  
表 4    损失函数参数设置实验 2结果

 

平均检出率/%
λoutbox

0 50 100 150

λinbox

0 72.59 73.09 72.98 72.95
50 73.11 73.88 73.75 73.72
100 73.09 74.01 73.92 73.69
150 73.05 73.83 73.77 73.63

 
 

4.2　实际尺寸预测

为了将深度学习方法应用到人体参数测量中，

需要将图像中的像素距离转换为实际距离。本文沿

用文献 [6]中的距离换算方法，利用头顶点和脚底
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S

点之间的距离和被拍摄者的身高信息确定像素距离

与真实尺寸的比例尺 ：

S =
H√

(Phx−Pf x)2+ (Phy−Pfy)2
(1)

Ph Pf式中， 表示提取的头顶点； 表示脚底点；H表

示被测者实际身高。

为了单纯考量特征点定位带来的误差，本文仅

对肩宽、臂长、胸宽等正面尺寸信息进行估计，同

时选择利用人工标记特征点计算得到的尺寸信息作

为标准结果。由于文献 [6]算法无法准确定位特征

点，实际尺寸估计不再与其进行对比实验。表 5给
出了在 150幅有真实身高数据的人体正面图像上，

对 SHN和 Deconv-SHN模型进行真实尺寸预测的

误差对比，可以看到，无论是平均误差、最大误差

还是误差小于 2 cm占比，Deconv-SHN模型均明

显优于 SHN模型，且误差小于 2 cm的样本占比最

低也在 80%左右。由于这部分测试集中人体都穿

着较紧身的衣服，所以对胸点的定位准确了许多，

胸宽的预测也较精准；对于预测精度表现相对较低

的左臂长，可通过选取左右臂长的均值作为最终预

测结果来一定程度提高预测精度。
 
 

表 5    真实尺寸预测误差
 

测量项目
SHN   Deconv-SHN

平均误差/cm 最大误差/cm <2 cm占比/% 平均误差/cm 最大误差/cm <2 cm占比/%

颈宽 1.32 3.78 76.6 0.46 2.03 97.3
肩宽 2.18 7.55 50.0 1.30 4.36 80.2
胸宽 1.28 5.49 81.3 0.95 2.74 90.6
左臂长 1.92 7.27 65.3 1.41 3.86 79.6
右臂长 2.02 7.10 58.6 1.21 4.13 84.0

 
 

5　结 束 语
为了解决在复杂背景和任意着装情况下传统量

体特征点定位算法精度不够的问题，本文提出将

SHN应用到量体特征点定位中，并针对其不足，

构建了 Deconv-SHN。实验结果表明：在复杂背景

和任意着装情况下，深度学习方法的定位效果明显

优于传统算法；且与 SHN相比，Deconv-SHN定

位精度更高，预测的实际尺寸误差能够基本满足服

装定制等应用对人体参数测量的要求。

 
本文的研究工作得到了广东省中山市社会公益

重大专项 (2017B1014)的资助，在此表示感谢！
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